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Resumen—

Los enfoques mas eficientes para la identifica-
cién evolutiva de procesos dindmicos se basan en
prueba-error siguiendo un enfoque jerarquico: en
primer lugar se propone una nueva estructura y a
continuacién se determina el conjunto de parame-
tros numéricos, repitiéndose el proceso hasta que
se encuentra un modelo lo suficientemente preciso.
La busqueda se ha realizado siguiendo diferentes
esquemas, habitualmente en base a la Programa-
cién Genética, yendo desde la aplicacién del GP
candénico, pasando por la aplicacién de métodos
de aprendizaje jerdarquicos donde se realiza una
bisqueda GP de la estructura y se aplica un méto-
do determinista de optimizacién numérica para la
identificacién paramétrica y llegando hasta méto-
dos donde se realiza una bisqueda evolutiva con-
currente en el espacio de estructuras y parame-
tros mediante el algoritmo GA-P, los cuales se han
mostrado comparativamente mas eficientes que los
anteriores.

En este trabajo, se compara el algoritmo GA-P
aplicado al modelado de procesos dindmicos con
un algoritmo de optimizacién estocastico de re-
ciente aparicién como es el SA-P. Se aplica a pro-
blemas sintéticos y reales. Los resultados parecen
ser favorables al algoritmo SA-P.

Palabras clave— Algoritmos Genéticos, Progra-
macién Genética, GA-P, SA-P, Sistemas Dindmi-
cos, Modelado, Identificacién.

I. INTRODUCCION

Gran parte de las aplicaciones de métodos evo-
lutivos a la identificaciéon de procesos se centran
en la buisqueda de modelos no lineales en espacio
de estados. El objetivo del proceso de aprendizaje
es la obtencién de un conjunto de ecuaciones que
definan la dindmica del proceso. Desafortunada-
mente, en la préctica (a no ser en la resolucién de
problemas de pequeflo tamano) es dificil obtener
un conjunto de ecuaciones que relacionen todas
las variables de estado consideradas. Aparte de
este problema, otra desventaja de los modelos en
espacio de estados es que en general se prefieren
representaciones modulares, las cuales permiten
determinar grupos de variables afectados por un

conjunto de parametros especifico.

La Programaciéon Genética ha sido aplicada
con bastante asiduidad al aprendizaje de mode-
los de procesos utilizando tales representaciones
modulares. En un punto posterior se analizaran
mas detenidamente los esquemas mas interesan-
tes. Baste decir por el momento que todos los
esquemas citados, de los cuales el maés eficien-
te es el GA-P, se basan en la evolucién de una
poblaciéon de modelos mediante la aplicacion de
distintas técnicas al ajuste estructural y al ajuste
paramétrico. No obstante, existen en el estado del
arte diferentes alternativas para la optimizacion
de funciones de tal naturaleza. Recientemente, se
ha desarrollado un nuevo algoritmo estocastico
de optimizacién, el SA-P [18], como una varian-
te del algoritmo de recocido simulado adaptada
para la optimizacién estructural y paramétrica
de un individuo sometido a evolucién. Partiendo
de un individuo inicial, se aplican mutaciones a la
componente estructural o paramétrica segtin pro-
babilidades definidas. La aceptacién o rechazo de
un nuevo individuo como sustituto del actual de-
pende de las aptitudes de ambos y de la politica
de enfriamiento.

A priori, este algoritmo parece una alternativa
interesante en cuanto a esquema de optimizacién.
Quiza dos de sus grandes ventajas son su bajo
consumo de memoria debido a que maneja una
poblacién de un solo individuo (en contra de los
enfoques anteriores donde los tamanos de pobla-
cién son de varios centenares) y a que la propia
estructura de btsqueda, basada tnicamente en
el operador de mutacion, puede evitar algunos
problemas del método evolutivo como el estanca-
miento prematuro, el cual era aliviado en alguno
de los esquemas propuestos [1] mediante técnicas
de nichos.

El objetivo de este trabajo es mostrar resul-
tados iniciales comparativos entre las estrategias



de busqueda GA-P y SA-P, ambas aplicadas a
problemas que, si bien son de tamano reducido,
pueden permitir estimar el potencial de las estra-
tegias de busqueda.

II. ESTRUCTURA DEL ARTICULO

Una vez realizada la introduccién, la seccion
III hace referencia a las aplicaciones mas desta-
cables de algoritmos evolutivos al modelado de
procesos dindmicos, haciendo énfasis en la selec-
cién del método GA-P como uno de los que mejo-
res resultados proporciona. Posteriormente, en la
seccién IV se describen brevemente los esquemas
utilizados en este trabajo para pasar a continua-
cién a realizar su comparacién (seccién V) en el
modelado de diferentes procesos. El trabajo fina-
liza con las conclusiones obtenidas y las posibles
lineas de trabajo futuro.

III. PROGRAMACION GENETICA EN EL
MODELADO DE SISTEMAS DINAMICOS

Uno de los primeros ejemplos de aplicacién se
puede examinar en [9], donde se utiliza un Algo-
ritmo Genético estructurado con una representa-
cién arbérea (en la préctica, un programa genéti-
co). El conjunto funcional propuesto estd com-
puesto de funciones cuadréticas de dos entradas.
No obstante, esta representacién no resulta de
gran utilidad en el modelado de sistemas dindmi-
cos de cara a su uso en el mundo del control de
procesos. No es una representacién familiar a un
ingeniero de control, por lo que las soluciones no
le aportan conocimiento en su dominio de traba-
jo cotidiano. Algunas aplicaciones mas cercanas a
préicticas usuales se pueden encontrar en [3], [4],
[5], [6], [10], [17], [19] y otros enfoques, aunque
poco comunes, para modelar sistemas dindmicos
se pueden encontrar en [7], [15], [20]. Quizd, co-
mo ultimo punto destacable de las aplicaciones
citadas, comentar que una caracteristica comin
a la mayoria de estos esquemas es que incorporan
el concepto de dindmica mediante la extensién
del conjunto de variables de entrada con varia-
bles de entrada/salida retrasadas en el tiempo,
tal y como se hace habitualmente en el apren-
dizaje de modelos dinamicos con métodos espe-
cialmente disenados para la obtencién de mode-
los estdticos (como podria ser, sin ir més lejos,
el método de minimos cuadrados, profusamente
utilizado para el ajuste paramétrico de los coefi-
cientes de una ecuacién en diferencias en la iden-
tificacién de procesos dindmicos).

En contraposicién a los métodos anteriores, un
enfoque muy interesante dada su capacidad re-
presentativa en un dominio lingiiistico cercano al
ingeniero de control, es la busqueda de un modelo
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Fig. 1. Diagrama de bloques (parte superior) y represen-
tacién arbérea (parte inferior) utilizada en algunos es-
quemas de Programacién Genética que buscan un mo-
delo del sistema objetivo en representaciéon de diagra-
mas de bloques.

del proceso objetivo en una representacién basa-
da en diagrama de bloques, bien utilizando una
representacién arbérea [11], [13], [14] (ver figura
1) o basada en grafo [1], [12] (ver figura 2). El
conjunto funcional incluye elementos dinamicos
definidos en las variables complejas S o Z, ha-
ciendo intrinsecas las caracteristicas dinamicas a
la busqueda, evitando de esta manera artificios
como los utilizados en otros enfoques.

Dentro de la Programacién Genética aplicada
al modelado de sistemas dinamicos, es quizd en
los enfoques con individuos basados en diagramas
de bloques donde mas esfuerzo se ha volcado, lo
cual se ha traducido en la prueba de diferentes
esquemas de bisqueda.

El primer esquema ensayado consistié en la
biisqueda de modelos [13], [14] mediante un en-
foque jerarquico, aplicando un GP a la bisqueda
estructural y un método de optimizacion deter-
minista (Hooke-Jeeves) a la busqueda de unos va-
lores éptimos para sus parametros. Cada modelo
considerado se somete a un ajuste paramétrico
mediante la aplicaciéon del algoritmo de optimi-
zacion. Los operadores genéticos definidos afec-
tan solamente a la componente estructural de los
modelos.
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Fig. 2. Diagrama de bloques (parte superior) y represen-
tacién genérica basada en grafos (parte inferior) que
alivia alguno de los problemas de la representacién
arbérea.

Experimentaciones posteriores [12] mostraron
que la propia identificacién paramétrica de los
modelos manejados es un problema de caracter
multimodal, haciendo que la aplicaciéon de un
método determinista falle en ocasiones, lo que
llevé a considerar la sustitucion del método de-
terminista por un método evolutivo, en concreto
un algoritmo genético, obteniéndose mejores re-
sultados al no estancarse la bisqueda en minimos
locales estructurales.

No obstante, un algoritmo genético aplicado de
forma monolitica sobre cada uno de las estructu-
ras inducidas por el GP supone un gran esfuer-
zo computacional, sobre todo en lo referente al
trabajo realizado en la optimizacién paramétrica
de estructuras no validas. Por ello se buscé una
estrategia que permitiese relajar el esfuerzo com-
putacional en la identificacién paramétrica de es-
tructuras, permitiendo realizar tal proceso de una
forma progresiva en paralelo a la evolucién es-
tructural. Ello llev6 a la definicién de un algo-
ritmo que sigue una estrategia GA-P [8], y que
por tanto permite realizar una busqueda evolu-
tiva concurrente en el espacio de estructuras y
pardmetros, mejorando la eficiencia de los esque-
mas anteriores [1], [2] ante un esfuerzo computa-
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cional similar.

IV. EsQUEMA COMPARADOS

A continuacién se describen brevemente las
caracteristicas de los dos métodos de busqueda
comparados en este trabajo comentando sus par-
ticularidades de aplicacién.

Para ambos esquemas, se ha utilizado una re-
presentacién basada en grafos dada la imposibili-
dad de representar algunas estructuras comunes
en diagramas de bloques mediante arboles. Los
grafos estardn compuesto por nodos funcionales
de caricter lineal estdtico (ganancia estdtica, su-
mas, restas, etc.), de cardcter lineal dindmico (sis-
temas de primer orden, segundo orden subamor-
tiguado, etc.) y de algunos elementos de cardcter
no lineal estdtico comunes en procesos fisicos co-
mo podrian ser zonas muertas o saturaciones.

A. Algoritmo GA-P para el modelado de procesos
dindmicos

El algoritmo GA-P propuesto se basa en la evo-
luciéon de una poblacién de modelos en base a
operadores de reproduccién, bisqueda estructu-
ral (cruce a nivel de subdrbol y mutacién a ni-
vel de subarbol, a nivel de nodo y un operador
especial para la mutacién de realimentaciones)
y operadores de busqueda paramétrica (cruce y
mutaciéon paramétrica junto con un operador de
mutacion especial que realiza una busqueda en
base al método Simplex de Nelder & Mead [16])
segln unas probabilidades predefinidas. Las ope-
raciones de modificacién estructural afectan ini-
camente a la componentes estructural de los indi-
viduos involucrados y las de biisqueda paramétri-
ca a sus vectores de coeficientes numéricos.

Para evitar la convergencia prematura del
método, se aplica una estrategia de nichos.

B. El Algoritmo SA-P

La evolucién del algoritmo SA-P se basa en
la modificacién del individuo sometido a evolu-
ciéon mediante un operador de macromutacion
(ver Fig. 3). Este operador distingue su &mbito de
aplicacion, decidiendo si se debe mutar la compo-
nente estructural o paramétrica en funcién de un
pardmetro de diseno del algoritmo p. Asimismo,
maneja dos factores, K_.1 y K 2, que de alguna
forma indican el margen de variacién admitido
para la mutacién.

En base a ese tnico operador, el algoritmo SA-
P evoluciona segiin seguin los criterios clasicos del
recocido simulado (ver figura 4). Depende de una
temperatura inicial, especificada como parame-
tro, y de una temperatura final o de un nidmero
maximo de evaluaciones de la funciéon objetivo,



algoritmo macromutacion es
necesita: C, p, K_1, K_2
produce: C1
si U(0,1)<p entonces
A = vector aleatorio parametros reales
parametros(C)=
parametros (C)*(T/K_1)+(1-(T/K_1))*A
sino
repetir
E=expresién(C)
Seleccionar subarbol(C)
Reemplazar subarbol seleccionado
por uno generado aleatoriamente
hasta que
DistanciaEdicion(E, expresion(C))<T/K_2
expresion(C)=E
fsi

Fig. 3. Operador de macromutacién del algoritmo SA-P.
La modificacién afecta a la componente estructural
o paramétrica del individuo sometido a evolucién en
funcién de una probabilidad predefinida p.

algoritmo SA-P es

necesita: factor enfriamiento, Tinicial, Tfinal,
p, K_1, K_2,evaluaciones_maximas

produce: CMejor

T=Tinicial CMejor=C=individuo aleatorio
mientras T>Tfinal y
evaluaciones<evaluaciones_maximas
Cl=macromutacion(C,p,T,K_1,K_2)
delta = error(Cl)-error(C)
v=valor aleatorio segun U(0,1)
si (delta<0) o (v<exp(-delta/T))
Cc=C1
si error(C)<error(CMejor)
entonces CMejor = C
fsi
T=T*factor enfriamiento
fmientras

Fig. 4. Algoritmo SA-P. Se aplican los métodos de bisque-
da habituales del Recocido Simulado.

que sera utilizado para la detencién del proce-
so. La temperatura en cada iteracién se modifi-
card segun la tasa de enfriamiento especificada.
Asimismo, la aceptaciéon de un nuevo individuo
como sustituto del actual dependera de los erro-
res de ambos individuos y de la temperatura del
algoritmo en la iteracién en curso.

En lo referente a la amplitud de variacién efec-
tuada por la operacién de mutacién, se observa
que esta se restringe tanto en la componente es-
tructural como paramétrica segiin una funcién de
la temperatura actual y de dos parametros de di-
seno. En cuanto a la variacion estructural, se re-
quiere la definicién de una funcién para el calculo
de la distancia de edicién. No obstante, la defini-
cién de tal funcién no estd clara en nuestro caso
de aplicacién, por lo que no se utilizara tal restric-
cién, aceptandose como resultado de la mutacién
el primer intento. Asimismo, experimentaciones
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Fig. 5. Proceso sintético utilizado para la comparacién de
los esquemas analizados.

previas nos han llevado a concluir que el algorit-
mo evoluciona mejor cuando no se restringe la va-
riacién del vector de pardmetros segtn lo indica-
do en el procedimiento base, por lo que tampoco
se aplicard tal técnica. La mutacién paramétri-
ca de un individuo sera el resultado de variar su
vector de parametros segin un valor aleatorio en
cada dimension sin ninguna restriccion.

V. RESULTADOS NUMERICOS

Para la comparacion de ambos esquemas se
han seleccionado dos problemas de complejidad
baja, a fin de realizar un estudio inicial de ambas
estrategias. Uno de ellos consiste en un problema
sintético, donde el modelo objetivo esta formado
por una asociacion serie de diferentes componen-
tes de naturaleza lineal y no lineal. El otro pro-
blema consiste en la obtencién de un modelo de
la velocidad de un motor de corriente continua
en bucle abierto.

Para ambos casos se mostrara el resultado de
diez experimentos independientes de la aplicacién
del esquema GA-P y del esquema SA-P. El crite-
rio de comparacién serd el analisis de los resulta-
dos de ambos aplicados bajo un esfuerzo compu-
tacional similar (permitiendo un mismo nimero
de evaluaciones de la funcién objetivo).

A. Problema Sintético

El modelo objetivo estd formado por una aso-
ciacién serie de una zona muerta, un componente
lineal de dindmica de primer orden y una satu-
racién (ver figura 5). Experimentaciones anterio-
res han mostrado que para este tipo de sistemas
una busqueda evolutiva jerarquica en el espacio
de estructuras y pardmetros proporciona buenos
resultados, mientras que la hibridaciéon de una
bisqueda evolutiva en el espacio de estructuras
con un método determinista para el ajuste de
parametros conduce al estancamiento de la op-
timizacion en minimos locales estructurales, im-
pidiendo asi el hallazgo del minimo global de la
funcién objetivo.

La Fig. 6 muestra los errores obtenidos en la
aplicacién de ambos esquemas al modelado del
proceso sintético. Previamente al analisis compa-
rativo, es necesario realizar algunas observacio-
nes. En principio, los resultados se pueden catalo-
gar en dos grandes grupos: aquellos en los cuales
el error es superior a 0.1 y aquellos en los cuales

_>



Experimento | GA-P SA-P

a 0.0104 | 0.152755

b 0.0005 | 0.052048

c 0.0012 | 0.028809

d 0.0038 | 0.151154

e 0.0005 | 0.148307

f 0.0053 | 0.014007

g 0.1485 | 0.386498

h 0.0514 | 0.016677

i 0.0082 | 0.076174

j 0.0915 | 0.009950
Average 0.0321 0.0884

(a) Errores Numéricos.

(b) Gréfico de Cajas.

Fig. 6. Resultados numéricos del modelado del sistema
de la figura 5. Se han resaltado aquellos experimentos
en los que la busqueda ha convergido a un minimo
estructural.
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(b) Experimento 1i).

Fig. 7. Resultados de dos experimentos realizados con el
algoritmo SA-P en el modelado del sistema de la figura
5.
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estd por debajo. La razén de esta divisién es que
comprobando los modelos resultado, se observa
que en aquellos casos en los que se ha encon-
trado la estructura del modelo objetivo, el error
esta por debajo de esa cota, mientras que cuando
la estructura del modelo objetivo no es encon-
trada el error la supera. Por razones de espacio,
no se incluyen en este articulo los resultados ha-
llados en todos los experimentos. No obstante, a
modo de muestra se pueden observar los mejores
individuos hallados por el algoritmo SA-P en los
experimentos e) e i) (ver Fig. 7).

Una vez efectuadas las consideraciones anterio-
res, se puede comprobar que los resultados mues-
tran una cierta ventaja del esquema de bisqueda
GA-P respecto al SA-P. El primero es capaz de
encontrar la verdadera estructura del modelo en
9 de los diez experimentos realizados, con la con-
siguiente reduccion del error de validacién que se
traduce en un error promediado de la experimen-
taciéon bajo. Por su parte, el SA-P es capaz de
encontrarla en 6 de los diez experimentos, por lo
que el estancamiento del método en los restan-
tes cuatro experimentos ocasiona el aumento del
error promediado. No obstante, se ha realizado
un diagrama de cuadros para analizar si la dife-
rencia de los valores promediados es significativa,
comprobandose que no se puede afirmar que nin-
guno de los algoritmos sea realmente superior al
otro.

B. Problema Real

El problema abordado consiste en la obtencién
de un modelo de la velocidad de un motor de
corriente continua en bucle abierto (ver figura 8).
Este tipo de procesos suele modelarse mediante
un comportamiento de dindmica de primer orden.
En modelos mas precisos, el orden de la dindmica
suele elevarse a dos, aunque el efecto del segundo
polo suele despreciarse por ser poco significati-
vo. Asimismo, suelen presentar una zona muerta
como consecuencia de la inercia inicial que es ne-
cesario vencer para pasar del estado de reposo al
estado de funcionamiento.

La experimentacion realizada se ha basado en
muestras obtenidas del proceso mediante senales
de excitacién de baja tensién, con el objetivo de
hacer visible la zona muerta. La figura 9 incluye
los resultados obtenidos mediante la aplicacién
de los esquemas GA-P y SA-P.

Se puede observar una vez mas cémo se ob-
tienen resultados similares. Si bien en términos
promediados sobre los diez experimentos el al-
goritmo GA-P parece ligeramente mas eficiente,
ello se debe al experimento g) del SA-P, donde
se obtiene un error muy alto (convergencia a un



-10v .. 10v

— Motor

-125 r.p.m. .. 125 r.p.m.

-10v ..

10v

Tacogenerador

Fig. 8. Proceso real utilizado para la comparacién de los esquemas analizados: Motor de corriente continua en bucle

abierto.

minimo local). Ignorando este experimento (eli-
minando por ejemplo el peor resultado obtenido
por los dos algoritmos) se aprecia cémo el SA-P
supera el rendimiento del SA-P. Una vez maés, el
analisis de un diagrama de cuadros de los experi-
mentos muestra que no se puede afirmar que un
método sea mas eficiente que el otro.

Experiment GA-P SA-P

a 1.721107 | 1.230861

b 1.220925 | 1.032117

c 1.124030 | 1.093276

d 1.149357 | 1.441063

e 1.148093 | 1.453996

f 1.397652 | 1.224213

g 1.303401 | 4.512724

h 1.294362 | 1.448788

i 1.147530 | 1.099917

j 1.855206 | 1.216553
Average 1.3362 1.5754

(a) Errores Numéricos

T
a5 +

35+

25+

(b) Gréfico de Cajas

Fig. 9. Resultados numéricos del modelado del motor de
corriente continua.

La figura 10 muestra la mejor solucién obteni-

da (seleccionada en base al valor de error de vali-
dacién de los experimentos realizados) mediante
ambos esquemas. Se puede observar cémo ambos
han sido capaces de identificar correctamente la
estructura del modelo objetivo, diferenciandose
tUnicamente en los valores identificados para los
coeficientes numéricos. Se muestra también una
comparacion entre la respuesta real del motor
(linea discontinua) y la respuesta de los mejo-
res modelos hallados (linea continua) bajo cada
enfoque. Ambos modelos reproducen fielmente la
respuesta del motor.

VI. CONCLUSIONES

En esta trabajo se han comparado los esque-
mas de busqueda estocdstica SA-P, generaliza-
cién del recocido simulado, y GA-P, un hibri-
do entre un algoritmo genético y un programa
genético, al modelado de sistemas dindmicos con
representaciones basadas en diagramas de blo-
ques.

Los resultados son muy similares: en el caso
del experimento realizado con el proceso sintéti-
co el GA-P supera ligeramente el rendimiento del
SA-P (los errores tienden en general a ser mds
bajos y se estanca con menos frecuencia en mini-
mos locales), algo que ya no es tan claro (mds
bien podriamos hablar de que el SA-P supera
al GA-P) en el caso del modelado del motor de
corriente continua. Tales consideraciones se ven
respaldadas por un andlisis estadistico en base a
diagramas de cuadros que permiten afirmar que
no existen diferencias significativas entre ambos
enfoques.

Este similitud en términos de eficiencia no se
corresponde con una similitud en otras posibles
facetas de analisis. El algoritmo SA-P supera cla-
ramente al GA-P en términos de recursos com-
putacionales, ya que usa un tnico individuo en el
proceso al contrario del método evolutivo que se
basa en poblaciones de varios cientos de indivi-
duos.
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(a) Mejor modelo GA-P
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(c) Comparacién entre las respuesta del motor y
del mejor modelo hallado por el algoritmo GA-P
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(b) Mejor modelo SA-P
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(d) Comparacién entre las respuesta del motor y
del mejor modelo hallado por el algoritmo SA-P

Fig. 10. Resultados del modelado del motor de continua

Asimismo, la estrategia de busqueda del SA-P
es también maés sencilla, ya que se basa en un tini-
co operador de mutaciéon mientras que en el GA-P
se definen varios operadores genéticos, algunos de
ellos de cruce y otros de mutacién. Esta simplici-
dad hace también que el nimero de parametros
de diseno del algoritmo sea considerablemente in-
ferior en el caso del SA-P, lo cual constituye una
indudable ventaja al facilitar la experimentacion,
ya que el valor de los pardmetros de diseno sue-
le influir considerablemente en la eficiencia de la
bisqueda y se suele ajustar habitualmente me-
diante un criterio de prueba-error.

En definitiva, considerando los puntos anterio-
res, se podria considerar preferible la aplicacién
del esquema SA-P, pues se trata de un algoritmo
de mayor sencillez que aporta un rendimiento si-
milar. No obstante, ha de tenerse en cuenta que
se trata de una experimentacién inicial, la cual
serd realizada de forma més exhaustiva en el fu-
turo para poder establecer definitivamente su va-
lidez.
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