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Resumen— En algunas disciplinas tales como analisis clinicos,
farmacologia, gendmica, etc. el disefio experimental y los tests es-
tadisticos se emplean de forma rutinaria. En Machine Learning, es-
tas técnicas cada vez juegan un papel mas importante a la hora de
demostrar la relevancia de nuevas aportaciones o de comparar las
existentes. Sin embargo la naturaleza de los algoritmos empleados
en ML y de los problemas utilizados como benchmark presentan
ciertas dificultades a la hora de plantear los experimentos. Exis-
ten distintas alternativas para superar estas dificultades y no existe
acuerdo entre los miembros de la comunidad cientifica sobre la me-
todologia a emplear en una experimentacion de este tipo. En este
articulo se pretende dar una vision general de las aproximaciones
mas habituales encontradas en la literatura, con énfasis en los tra-
bajos centrados en el anélisis de las metodologias existentes, par-
ticularizado para el caso de comparaciones entre dos algoritmos,
entre mas de dos algoritmos y para el caso de los algoritmos multi-
criterio. Con ello se pretende encontrar un posible consenso entre
los miembros de la comunidad de ML que permita una compara-
cion objetiva entre resultados de trabajos realizados por distintos
investigadores.
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dizaje de maquinas.

I. INTRODUCCION

El contexto tebrico mas amplio en el que se puede en-
cuadrar el estudio de las metodologias experimentales de
ML es el Anéalisis Experimental de Algoritmos, una ex-
tensa bibliografia anotada sobre esta cuestion se puede
encontrar en [55]. En [56], se apuntan ya algunas cues-
tiones comunes a los algoritmos de ML como problemas
de redondeo, no aleatoriedad del generador de nimeros
aleatorios, muestreo del espacio de entradas y salidas,
medidas de precision, no reproducibilidad, etc. En defi-
nitiva se trata de pasar de estudiar una entidad abstracta,
el algoritmo, a un objeto fisico, un computador ejecu-
tando un programa con un conjunto de datos especifico.
En [45] se presenta un estudio mas completo de estos
temas. Especificamente centrados en el anélisis de algo-
ritmos propios de ML, se pueden consultar [4], [67] en
donde se detallan los errores mas frecuentes cometidos
en experimentaciones de ML y se proponen ciertas so-
luciones. Existen textos completamente dedicados a este
tema como por ejemplo [18], en donde ademas se inclu-
ye todas las nociones bfasicas sobre estadistica necesa-
rias para comprender el resto del texto. Es destacable el
trabajo de Dietterich [25] que si bien ha recibido algunas
criticas en lo que se refiere al test estadistico propuesto
[37][10][12], contiene la taxonomia completa de los pro-
blemas que se pueden encontrar en los experimentos de
ML.

En los trabajos sobre ML se suelen encontrar compara-
ciones entre algoritmos [63]. Estas comparaciones impli-
can la realizacion de dos tareas, la medida de la precision
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de los algoritmos y la propia comparacion de esta pre-
cision, para lo cual seré necesario emplear algin tipo de
test estadistico. Segln [25], la métrica del error, la elec-
cién de los conjuntos de entrenamiento y test, y la es-
tocasticidad, son cuestiones a tener en cuenta a la hora
de decidir la metodologia a seguir. Cuando se compa-
ran mas de dos algoritmos, es necesario tener en cuenta
la problematica particular de los test de comparaciones
maltiples [68]. Finalmente, los algoritmos multiobjeti-
vo presentan dificultades adicionales relacionadas con su
naturaleza, que implica la adopcion de alguna métrica de
calidad [17].

En este trabajo, un experimento consiste en resolver una
serie de problemas usando una implementacion de un al-
goritmo. El conjunto de problemas, medidas realizadas,
los detalles de la implementacionyy, en general, el contex-
to que acompania a la realizacion de los experimentos, y
que puede ser relevante de cara a la extraccion de conclu-
siones sobre las medidas realizadas, conforma el disefio
experimental utilizado [16][64].

La eleccion de un disefio experimental adecuado pa-
ra un problema de aprendizaje automatico es un
punto de controversia entre la comunidad cientifica
[4][25][67][46][86]. En trabajos recientes, como [63], los
algoritmos de aprendizaje se evallan mediante la compa-
racion de sus resultados sobre conjuntos de datos conoci-
dos [8], utilizando un test estadistico para juzgar la rele-
vancia de las diferencias. Este mismo enfoque sera segui-
do en este trabajo, si bien somos conscientes de que al-
gunos autores cuestionan el que sea posible extraer con-
clusiones sobre el rendimiento de un algoritmo utilizan-
do los conjuntos de ejemplos mas habituales, segln lo
que se conoce como "No free lunch Thorem”, segln el
cual, el error promediado en todos los datasets posibles,
de cualesquiera dos algoritmos es el mismo [44][73][82].
Por otra parte, la naturaleza de estos disefios experimen-
tales es tal que frecuentemente se vulneran una o més de
las condiciones que han de cumplirse para la aplicacion
de determinado test estadistico [62][18][67]. La estructu-
ra de este trabajo es como sigue, en primer lugar se revi-
san los test estadisticos y disefios experimentales mas ha-
bituales en aprendizaje automatico cuando se comparan
dos algoritmos. En segundo lugar se comentan los test
de comparaciones maltiples mas utilizados, con énfasis
en los que son de més utilidad en ML. A continuacion
se detalla la problematica de los algoritmos multiobjeti-
V0o y se comentan las aportaciones més recientes en este
sentido.



Il. DISENOS EXPERIMENTALES MAS HABITUALES
A. Validacion cruzada

La validacién cruzada [74][78] es el disefio experi-
mental més utilizado entre los investigadores en aprendi-
zaje automatico. En este método, los datos disponibles se
dividen aleatoriamente en un conjunto de entrenamiento
y un conjunto de test. El conjunto de entrenamiento se
subdivide, a su vez, en dos conjuntos disjuntos
= EIl conjunto de estimacion, usado para seleccionar el
algoritmo.
= El conjunto de validacién, usado para probar o validar
el algoritmo.

La motivacion de esta division esté en validar el algorit-
mo sobre un conjunto de datos diferente del empleado
para estimar sus parametros.

Existen numerosas variantes de la validacion cruzada. La
que se se ha mencionado es conocida como el método
hold out, y es menos utilizada en la actualidad que la
multifold cross validation o k-fold cross validation. Es-
ta Gltima consiste en dividir el conjunto de ejemplos de
que se dispone en k conjuntos disjuntos de igual tamafio,
T1,..,Tk. Se realizan k experimentos, usando como con-
junto de entrenamiento en la iteracion i-ésima | J,_; 75 y
como conjunto de test T;. Cada algoritmo da lugar a una
muestra de & estimaciones del error, y las diferencias en-
tre dos algoritmos se juzgan mediante un contraste acer-
ca de las diferencias entre las medias o las medianas del
error muestral, como se vera a continuacion.

La mayor ventaja de este disefio experimental es que las
estimaciones del error sobre los conjuntos de test son in-
dependientes (los conjuntos de test no se solapan). Sin
embargo, si existe un cierto solapamiento en lo que se
refiere al conjunto de entrenamiento, ya que cada pareja
de conjuntos de entrenamiento comparte una alta frac-
cion de los ejemplos. Por este motivo, este disefio ex-
perimental no estudia de forma adecuada la variabilidad
inducida por la utilizacion de distintos ejemplos para el
entrenamiento. Adicionalmente, existe un claro desequi-
librio entre el nimero de ejemplos utilizado para test y
para train cuando £ > 3. Esta circunstancia tiene dos
efectos: por una parte, los algoritmos cuyo error decrece
cuanto mayor sea el niimero de ejemplos utilizados para
el train veran estimada de forma optimista su error produ-
cido. Por otra parte, esta estimacion del error tendra una
mayor variabilidad [13]. En la literatura del tema se co-
nocen estos dos efectos como bias y varianza, en varios
trabajos recientes se han estudiado de forma rigurosa es-
tos efectos [6][52][57] si bien no es un problema nuevo
[33][34][66].

Algunos autores [24] proponen utilizar una estrategia de-
terminista para realizar las particiones del conjunto de
ejemplos, con objeto de que las particiones sean ho-
mogéneas y contengan ejemplos lo mas diversos posi-
ble. Con esto se consigue eliminar la variabilidad en la
estimacion del error que se produce en algoritmos "ines-
tables” [14]. Esta alternativa determinista permite repetir
una experimentacion sin necesidad de conocer las parti-
ciones del conjunto de ejemplos. La cuestion de la repe-
titibilidad de una experimentacion ha sido también estu-

diada en [11], analizando distintos tipos de tests estadjsti-
cos y disefios experimentales.

Existen mas variaciones de la validacion cruzada. La
técnica complete cross validation [46] utiliza todas las
posibles particiones del conjunto de ejemplos con un ta-
mafio dado, lo que mejora la estimacion del error de ge-
neralizacion. En este caso es posible reducir el niimero de
particiones, con la ayuda de diferentes criterios [53][54].
Leave one out [49][26] es el caso extremo en que cada
conjunto de test contiene un (nico elemento.

A.1 Tests empleados en combinacion con la validacion
cruzada:

En condiciones bastante generales, podemos afirmar
que el objeto de la comparacion de dos algoritmos es de-
cidir si el valor medio de su medida de error sobre la
poblacién completa coincide, o es distinto [4].

Si se ha seguido el disefio multifold cross validation, se
dispone de k& estimaciones del error de cada algoritmo,
como resultado de evaluarlo sobre cada uno de los con-
juntos T;. Ese conjunto de valores puede considerarse,
a su vez, como una muestra de & realizaciones indepen-
dientes de una variable aleatoria “error muestral”, aso-
ciada al algoritmo. Si se desea contrastar que dos algo-
ritmos de aprendizaje son distintos, es valido definir co-
mo hipo6tesis nula del contraste la afirmacion “Las dos
muestras de errores proceden de poblaciones con medias
iguales”. Si los dos algoritmos se han probado sobre las
mismas particiones, los datos estan apareados y las dos
muestras de errores pueden restarse elemento a elemen-
to, con lo que la hipotesis nula equivalente seria “La dife-
rencia entre los errores muestrales de ambos algoritmos
tiene media cero”.

Si las muestras fuesen normales, el test escogido seria el
test t [19]. Dado que ninguno de los parametros de la po-
blacion de errores muestrales es conocido, el nimero de
grados de libertad del estadistico t s6lo depende de que
las muestras estén apareadas y de que las varianzas de
las poblaciones sean iguales o distintas; esto (ltimo sue-
le decidirse mediante un test F [72].

Uno de los contrastes de bondad de ajuste mas utilizados
es el de Kolmogorov-Smirnov [15], aunque es conocido
que, si la mediay la varianza de la poblaci6n son estima-
das a partir de la muestra, como es el caso en este disefio,
el test es conservador; la tendencia actual es usar en su
lugar el test de Shapiro-Wilk [71] o bien el test omnibus
de D’Agostino-Pearson [1].

Si algunade las muestras no es normal, el test t no es apli-
cable, y debe recurrirse a contrastar la hipotesis de que
las medianas de las distribuciones del error son iguales,
mediante un test no paramétrico. Si las muestras estan
apareadas, puede emplearse un test de signos para la me-
diana de las diferencias o bien un test Wilcoxon [81].
Para muestras no apareadas, uno de los mas frecuentes
es el de Mann-Whitney [51].

Como resumen, en la figura 1 se muestra un esquema con
todas las decisiones que se deben tomar cuando se com-
paran dos algoritmos mediante validacion cruzada, en lo
que se refiere al test que debe utilizarse.



Errores en conjuntos de prueba,
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Fig. 1. Esquema de los test realizados en el disefio experimental tipo
“validacion cruzada”.

B. Otros disefios experimentales y tests estadisticos

En este apartado se pasa revista brevemente a otros di-
sefios experimentales menos frecuentes, que han caido en
desuso entre la comunidad cientifica tras determinados
estudios empiricos [25] o que se restringen a un software
especifico [80].
= 5x2cv y 5x2cv-f En [25] se analiz6 el comportamien-
to del método k-fold cross validation, combinado con el
empleo de un test t. En ese trabajo se puso de manifiesto
que, dado que en el numerador del estadistico t aparece
la media de las diferencias del error entre los dos algorit-
mos, y en el denominador la varianza, cuando la estima-
cion de la varianza era moderadamente baja, una mala
estimacion de la media provocaba picos en los valores
del estadistico t.

Dietterich propuso en ese trabajo sustituir el numerador
del estadistico por la diferencia en el error de uno solo de
los experimentos (en lugar de la media de todos ellos) y
justifico que es mas efectivo realizar k/2 ejecuciones de
un test 2-fold cross validation, con diferentes permuta-
ciones de los datos, que realizar un test k-fold cross vali-
dation. Como solucidn de compromiso entre la potencia
del test y el tiempo de calculo, propone realizar 5 ejecu-
ciones de un test de validacion cruzada con &k = 2, de
ahi el nombre 5x2cv. Los resultados de las 5 permutacio-
nes se combinan mediante el estadistico 5x2cv-t, defini-
do por el mismo autor, que sigue una distribucion t con 5
grados de libertad.

Con posterioridad a la definicion del disefio experimental
5x2cv, en [3] propuso reemplazar el estadistico 5x2cv-t
por una variante que no dependiese del orden en que se
realizasen los experimentos. El nuevo estadistico se de-
nomino 5x2cv-f, ya que sigue una distribucion Fig 5. En
el mismo estudio se justificd también que el test 5x2cv-f
es mas potente que el 5x2cv-t bajo ciertas condiciones.

= Resampling: muestrea los datos disponibles en el con-
junto de ejemplo D, n veces, obteniendo cada vez un
conjunto de test D, ; y un conjunto de train D — Dy ;.
Los algoritmos A y B se entrenan sobre D — D, ; y su
precision se mide utilizando D; ;, obteniendo los valores
P4,y Pg,1, respectivamente. Se construye una muestra
de tamafio » con los valores x; = P4 ; — P, i, € [1,n]

y se aplica un test-t. Este test posee un elevado error de
Tipo | [25] aunque puede corregirse [12].

= Repetir k-fold cross validation: si se desea obtener un
mayor nimero de muestras se puede repetir k-fold cv r
veces, generando de forma aleatoria distintas particiones
cada vez. De esta forma se obtienen una muestra de ta-
mafio r x k de la diferencia en precision.

= Promediado en folds: es el método recomendado en
Weka [80]. Se repite k fold cv y se obtiene un Gnico valor
para la diferencia en precision a partir de cada ejecucion
de cv, promediando los & valores obtenidos en cada una
de ellas. Este disefio experimental presenta un elevado
error de Tipo | si se usa un test t segln [10].

= Promediado en ejecuciones: similar al anterior pero se
promedian los resultados obtenidos en el fold j € [1, k]
en las distintas ejecuciones i € [1, r]. Este disefio experi-
mental también presenta un elevado error de Tipo | si se
usa un test t segin [10].

= Repetir k-fold cross validation manteniendo particio-
nes y variando semilla: algunos investigadores [2] utili-
zan este disefio experimental con el fin de tener en cuenta
el efecto de la semilla con la que se inicializa el genera-
dor de nimeros aleatorios. Segln [25] este es uno de los
efectos a analizar en problemas de ML si bien en otros
trabajos se propone otro tipo de disefios experimentales
cuando se trata de analizar el efecto (en general) de dis-
tintos parametros en un algoritmo [5] o del efecto de la
semilla en particular [21].

= Test bootstrap tras cross validation: en [69] se rea-
liz6 un estudio empirico que comparaba 5x2cv, 5x2cv-
f, los tests clasicos combinados y dos tests basados en
bootstrap. Se compararon los tests en dos aspectos distin-
tos: frente a la dificultad del problemay frente al nimero
de folds (excepto 5x2cv y 5x2cv-f, como es natural). A
la vista de los resultados de la primera comparativa, el
orden de preferencia (mejor a peor ) es bootstrap, 5x2cv,
tests clasicos y 5x2cvf. En lo que se refiere a la segunda
comparativa, en donde se realizaron pruebas con 10, 50 y
100 folds, no parece existir una ganancia apreciable entre
utilizar 50 o 100 folds.

C. Consideraciones finales al respecto de la validacion
cruzada.

En [37] se realiz6 un estudio empirico comparativo en
el que se utilizaba el problema propuesto en [36] como
benchmark de los disefios experimentales y tests aqui ex-
puestos. Este estudio se amplid en [69] incluyendo en
la comparativa dos tests basados en remuestreo [27][22],
uno de ellos basado en permutaciones [18] y otro basado
en “Tilted EDFs”. En las conclusiones del trabajo men-
cionado derivadas de la comparativa realizada, se propo-
ne reemplazar los tests clasicos combinados por el test
basado en remuestreo y “Tilted EDFs”. Los tests com-
binados presentaban una potencia alta pero una tasa de
error de Tipo | muy elevada, del mismo orden que 5x2cv
o0 5x2cv-f. Por el contrario, los tests basados en remues-
treo, en concreto los basados en “Tilted EDFs” mostra-
ban una potencia comparable a los anteriores pero un
error de Tipo | excepcionalmente bajo, recomendando-



se por lo tanto el uso de estos tests.

I1l. TEST DE COMPARACIONES MULTIPLES, ESTUDIO
BIBLIOGRAFICO.

Estos tests se usan cuando el investigador desea confron-
tar su método con los més representativos del estado del
arte. En ese caso puede plantear varios test de hipotesis
simultaneos. Por ejemplo, para n algoritmos:

Ho; @ i1 = i
Hyi:pn # i
1€ 2.n

en donde el algoritmo con el indice 1 se compara con el
resto de los n-1 algoritmos.

Es importante destacar que, lo que finalmente pretende al
investigador, es poder realizar una afirmacion compuesta
por los resultados de todos los tests (con una determina-
da seguridad) como la siguiente: “el algoritmo 1 posee
distinto error que 2, igual que el 3,...etc”.

Sin embargo, cuando se realiza un test maltiple, se pone
de relieve el efecto multiplicativo del error de tipo I: si en
cada test la probabilidad de cometer un error de tipo | (re-
chazar la hipotesis nula cuando es cierta, en nuestro caso
encontrar diferencias cuando no existen) es «, la proba-
bilidad de no cometer ninguno en n tests es (1 — a)",
luego la probabilidad de cometer al menos un error de
tipo | en el conjunto de testses ay = 1 — (1 — «)™. Si el
nimero de experimentos que se comparan es r, en total
se tienen n = r * (r — 1)/2 tests individuales. Este efec-
to, que es bien conocido en estadistica [43], [40], suele
ignorarse en aprendizaje de maquina [67].

Existen textos recientes dedicados enteramente a este te-
ma [43], [40] incluso en combinacibn con remuestreo
[84] o en el marco de determinado software [85] en los
cuales se pueden encontrar recopilados la mayor parte de
los métodos que se citan en este articulo. También se pue-
den consultar algunas monografias sobre este tema como
[70], [65], [20], [83]. Mas relacionados con el &rea de
Machine Learning estan [61], en el que se propone una
metodologia para comparar varios algoritmos y [23] en
donde lo que se propone es como comparar dos algorit-
mos sobre varios datasets. En [68] se presenta un estudio
empirico preliminar sobre este tipo de tests, si bien el
estudio debe de ser completado analizando todas las po-
sibles configuraciones de la hipotesis nula, en el marco
de una experimentacion en Machine Learning, tal y co-
mo se propone en [28] de modo genérico.

Existen dos alternativas clésicas, propuestas por Fisher
[30] a la hora de abordar este problema, los métodos de
dos pasos y los métodos de un paso junto con una tercera
clase de métodos, mas reciente, denominados multipaso
por algunos autores [40], secuenciales por otros [83] 0 en
funcion de las comparaciones realizadas [43].

A. Métodos de dos pasos.

Los métodos de dos pasos intentan proteger el test de
comparaciones miltiples frente al error de tipo | median-
te un test F previo (ANOVA, anélisis de la varianza, o

¢Muestras Normales?
(Shapiro Wilk)

No

¢Varianzas|guales?
(Bartlett)

{ Kruska Wallis } [ Welch J

Fig. 2. Esquema de los test necesarios para escoger el test F adecuado
a las condiciones paramétricas de las muestras.

alguna de sus contrapartidas paramétricas), en el cual se
contrasta si existe alguna diferencia entre dos de los algo-
ritmos al menos. Para r experimentos las hipotesis nula
y alternativa de este test F previo serian:

Ho:pp =pe=... =y
Hiy @y # pj para algini,j € 1.r

El test ANOVA se puede enmarcar dentro de lo que se
conoce como “General linear models” o GLM y en con-
creto, tal y como se suelen usar en ML, en los “Gene-
ral linear univariate models” o GLUM. Finalmente, los
“Generalized linear models” o GLZ [59] son la categoria
mas amplia en la que se puede enmarcar el ANOVA, ya
que en este caso puede escogerse modelizar la variable
de respuesta mediante una distribucion distinta a la Nor-
mal.

El disefio experimental multiple fold cross-validation en-
caja en la terminologia del analisis de la varianza de la
siguiente forma [64]: cada uno de los algoritmos contras-
tados se considera un nivel del factor del cual se quiere
averiguar si tiene efecto (incidencia) significativo sobre
el resultado, en este caso el error cometido. Més aln, el
modelo se diré fijo y de un solo factor, es decir, solo se
contrasta si la eleccion del algoritmo incide o no de forma
significativa en el error obtenido para el catalogo (prefi-
jado, no escogido al azar) de algoritmos analizado.

En funcibn de cuales de las siguientes condiciones: nor-
malidad, homocedasticidad e independencia se verifi-
quen para las distribuciones de las muestras del error, se
podra aplicar uno de los siguientes tests:

= Todas: Andlisis de la varianza (ANOVA seg(n sus si-
glas en Inglés).

= Normalidad e independencia: test de Welch.

= Independencia: test de Kruskal Wallis.

= Ninguna: test de Q de Cochran.

En la figura 2 se muestra el encadenamiento los tests
mas frecuentemente utilizados para la verificacion de las
condiciones paramétricas de los tests mencionados mas
arriba. Si se rechaza la hip6tesis nula (existen diferen-
cias significativas), se realizan los test de comparaciones
maltiples escogiendo el mismo nivel de significacion que
para el test F. A este tipo de planteamiento corresponde
el tests LSD de Fisher [18]. Es importante resaltar que
la proteccibn frente a errores de tipo | se produce sblo



bajo la hipotesis nula, es decir, frente al hecho de encon-
trar diferencias entre algin resultado, cuando realmente
no existen, en el test F que se aplica en primer lugar. Sin
embargo esto no ocurre en el caso de los tests individua-
les [40], [43], una vez rechazada la hip6tesis nula, el test
de comparaciones multiples no esta protegido frente al
error de tipo I al mismo nivel que el test F, es decir la
probabilidad de encontrar diferencias que no existen en-
tre dos algoritmos es mayor que el nivel escogido para la
afirmacion compuesta.

B. Métodos de un paso.

Los métodos denominados de un paso tienen en cuen-
ta el efecto multiplicativo del error de tipo | y ajustan
los niveles de significacion (o los p-valores) de cada test
individual con el fin de asegurar que en el test maltiple
no se excede determinada probabilidad de ese error. De
este modo, si se fija una probabilidad de error de tipo |
para el test global de a4, se tiene para cada test indivi-
dual @ = 1 — (1 — oy)'/™ (siendo n el nimero de com-
paraciones), lo cual se conoce como el ajuste de Dunn-
Sidak [76]. Si se aproxima (1 — a)™ por 1 — na se tiene
a = ay/n lo que se conoce como el ajuste de Bonferroni

[9].
C. Meétodos secuenciales.

Lamentablemente la potencia de un test (1-probabilidad
de error de tipo 1) decrece junto con «, lo cual hace que
los mencionados ajustes sean conservadores, es decir,
tienden a no rechazar la hip6tesis nula [83]. Por este mo-
tivo se ha desarrollado el tercer tipo de métodos mencio-
nado al principio de esta seccion (métodos secuenciales)
que permiten incrementar la potencia de los tests malti-
ples. Entre estos ajustes se encuentran el de Holm [41],
el de Simes-Hochberg [77], [39] o el de Hommel [42].
En esencia se trata de ordenar los p-valores obtenidos en
los tests individuales y comenzando por un extremo de la
ordenacion, aplicar el ajuste de Bonferroni o el de Dunn-
Sidak al test actual, rechazando o aceptando la hipotesis
correspondiente. A continuacion, se elimina esa hipotesis
del test maltiple, actualizando por lo tanto el nimero de
tests (que determina el nivel de significancia de los tests
individuales) y se procede con el test maltiple resultante
del mismo modo.

Finalmente, en una experimentacion de aprendizaje de
maquina, no solo es importante limitar la probabilidad de
que se rechace incorrectamente al menos una hipbtesis
nula cierta, sino que ademas es importante controlar su
nGmero. En este sentido, en [7], se propone una técnica
para controlar esta magnitud, que los autores denominan
“False Discovery Rate” o FDR por sus siglas. Reciente-
mente en [79] y [29] han aparecido sucesivas modifica-
ciones de esta técnica.

D. Consideraciones finales sobre los tests de compara-
ciones maltiples

Del estudio empirico realizado en [68] y de las fuentes
bibliograficas consultadas, parece evidente que la reali-

zacion de un test ANOVA previo no protege al test malti-
ple frente al error de Tipo I. Por este motivo se recomien-
da la utilizacion de un ajuste de p-valores en combina-
cibn con el test basado en remuestreo recomendado a su
vez en la seccibn anterior. De entre los ajustes comen-
tados, el de Holm es valido independientemente de las
condiciones paramétricas de las muestras y mas potente
que el ajuste de Bonferroni. Los ajustes de Hochberg y
Hommel requieren independencia.

IV. COMPARACION DE ALGORITMOS
MULTIOBJETIVO.

Lo que hemos expuesto hasta el momento no es vali-
do para el caso de los algoritmos multiobjetivo, ya que si
lo que se pretende es obtener una aproximacion del fren-
te de Pareto, entonces no se obtiene una Unica solucion
al problema de optimizacion sino un conjunto de solucio-
nes que constituyen precisamente la aproximacion busca-
da [48]. Por este motivo es necesario escoger una métrica
adecuada del rendimiento de los algoritmos [47][60][90].
Cuando los algoritmos comparados son estocéasticos, al
igual que en el caso de los algoritmos vistos en secciones
anteriores, la medida de la precision que se use se podria
tomar como una variable aleatoria. Existen tres aproxi-
maciones a este problema [48]. La primera de ellas se
basa en la obtencion de indicadores a partir de cada apro-
ximacion del frente de Pareto obtenido, para cada ejecu-
cion y algoritmo, con el fin de obtener de una muestra del
indicador para cada algoritmo [87]. La segunda se basa
en la estimacion de la denominada ”Attainment Func-
tion” a partir del conjunto de aproximaciones obtenido
[32] por cada algoritmo. La tercera consiste en puntuar
cada aproximacion obtenida por cada algoritmo en cada
ejecucion en funcion de la dominancia y aplicar el test
adecuado a las muestras de rangos obtenidas [31][35]. A
continuacion se examina cada una de ellas, siguiendo la
notacion utilizada en [48], en la que se considera la com-
paracion de ¢ > 2 algoritmos estocasticos, ejecutandose
cada uno de los 7 € 1, ..., q algoritmos un cierto nime-
ro de veces r; > 1, obteniéndose las aproximaciones
del frente de Pareto A, A3, ..., Af, ..., A7 , en donde los
subindices denotan el algoritmo y los superindices la eje-
cucion.

A. Ranking basado en dominancia

Esta aproximacion se basa en agrupar la colec-
ciobn completa de aproximaciones del frente de Pareto
Aj, As, ..., Af, ..., AZ 'y ordenarlas utilizando algln cri-
terio basado en la definicion de dominancia [31][35]. Por
ejemplo, en [31] se entiende que una aproximacion A es
mejor que otra B (A < B) cuando todos los elementos
de B son dominados al menos por un elemento de A 'y
A no es indiferente a B. La indiferencia ocurre cuando
A domina débilmente a B y viceversa. Utilizando la re-
laciobn A < B se ordenan las aproximaciones asignando
acadaunael rango 1+ |[{C; € C : C; «C;}|. De es-
ta forma se transforman las muestras de aproximaciones
al frente de Pareto en muestras de rangos, de modo que
se puede testear si la distribucion de rangos es significa-



tivamente distinta entre los algoritmos utilizando el test
de Mann-Whitney (en el caso de dos algoritmos) o el de
Kruskal-Wallis [68][48] para g > 2.

B. Comparacion basada en la ’Attainment Function”

El resultado de la ejecucidn de un algoritmo multiobje-
tivo estocéstico, entendido como un conjunto de vectores
objetivo, seguird una cierta distribucion. EI nimero de
vectores objetivo proporcionados por el algoritmo pue-
de ser, en si mismo, una variable aleatoria. La "Attain-
ment Function” esta basada en el concepto de alcanzar
una meta. En este contexto un vector de objetivos se al-
canza cuando es débilmente dominado por la aproxima-
cién del frente de Pareto que proporciona el algoritmo.
Se define como una funcibn del espacio objetivo en el
intervalo [0, 1] que hace corresponder a cada vector ob-
jetivo la probabilidad de que este sea alcanzado en una
ejecucion del algoritmo. Esta funcion se puede estimar
de forma empirica a partir de r ejecuciones de un algorit-
mo, mediante la ecuacion 1. En dicha ecuacion, A? es la
i-ésima ejecucion del algoritmo, I(.) es 1 si su argumen-
to es cierto, 0 en caso contrario y z es el vector objetivo
argumento de a(.).

ar(z) = 7 Y 1A' = (=) @

Esta estimacion puede usarse para comparar dos algo-
ritmos mediante el test estadistico apropiado, en [75] se
propone la utilizacion del test de Kolmogorov-Smirnov
con el fin de determinar si existen diferencias significa-
tivas entre dos algoritmos, pero no proporciona informa-
cibn sobre cual es el mejor.

La informacion sobre la dispersion de los resultados pue-
de representarse de forma gréafica representando el sub-
conjunto de los vectores objetivo que se han alcanzado
un determinado % del total de r repeticiones. Este sub-
conjunto puede representarse a su vez por la superficie
que divide el espacio objetivo en dos partes, aquella que
se alcanza con la frecuencia obtenida de forma empirica
0 mayor y la que no se ha alcanzado con esa frecuencia.
Si la mencionada representacion se aplica al frente de Pa-
reto combinado obtenido a partir de dos algoritmos, las
diferencias entre ambos algoritmos pueden representarse
graficamente mediante niveles de gris, proporcionales a
la diferencia de frecuencias con las que se alcanza cada
punto por cada algoritmo [50].

C. Comparaci6n basada en indicadores de calidad una-
rios

Un indicador de calidad unario de un algoritmo mul-
tiobjetivo es una funcion f : © — R que asigna un
nimero real a cada aproximacion del frente de Pareto
[48]. Es deseable que el indicador proporcione una es-
tructura de preferencia, de modo que sea preferible utili-
zar un algoritmo A en lugar de otro B si I(A) > I(B)
y que la diferencia en el valor de los indicadores esté re-
lacionada con la diferencia en la calidad del resultado
de los algoritmos correspondientes. Existen distintas de-
finiciones de indicadores [90][38], a modo de ejemplo

se explicara el indicador hipervolumen I [87]. Sea A
el subconjunto de vectores del espacio objetivo que de-
fine la aproximacion al frente de Pareto obtenida por un
algoritmo. Sea Z’ el subconjunto del espacio de obje-
tivos dominado débilmente por A (cualquier vector de
7' esta dominado débilmente por lo menos por un ele-
mento de A). Entonces Iy es el hipervolumen de 7/,
con respecto a un punto de referencia, escogido de for-
ma arbitraria, en el espacio de objetivos. Cuanto mayor
sea Iy, mejor sera el conjunto de aproximacion. Este in-
dicador posee la siguiente propiedad, si A < B entonces
Iy (A) > Ig(B). Por lo tanto si Iy (A) < Iy(B) en-
tonces A no puede ser mejor que B.

Si se convierten las muestras de aproximaciones al frente
de Pareto A}, AL, ... A, ..., A en muestras de nime-
ros reales utilizando un indicador Iy (Al),ig(Ad), ...,
I (A7), ..., I (Af ), la comparacion de algoritmos uti-
lizando un test estadistico es directa.

Finalmente, seglin [90], las comparaciones basadas en in-
dicadores de calidad unarios tienen serias limitaciones ya
que no pueden describir de forma completa la calidad de
una aproximacion del frente de Pareto y por lo tanto del
algoritmo que la produce. Sin embargo pueden ser (tiles
cuando se comparan aproximaciones de Pareto basando-
se en algln criterio de preferencia [38]. En el siguiente
apartado se comentan los indicadores de calidad binarios,
que solucionan los problemas comentados.

D. Comparacion basada en indicadores de calidad bi-
narios

Un indicador de calidad binario de un algoritmo mul-
tiobjetivo es una funcién f : Q x Q — R que asigna
un nimero real a dos aproximaciones del frente de Pare-
to producidas por dos algoritmos distintos [48]. Es facil
concluir que cuando se comparan mas de dos algoritmos
se obtendran més indicadores binarios que unarios, pues-
to que se deben obtener todos los emparejamientos posi-
bles y el indicador puede no ser conmutativo. Por ejem-
plo en [89] se define el indicador I (A, B) que devuel-
ve la fraccion de soluciones en B que son dominadas al
menos por una solucién en A. En [88] se propone una
version binaria del indicador Iz, denominada [g-. Este
indicador devuelve el hipervolumen del subespacio do-
minado débilmente por A pero no por B. En la literatura
se han definido mas indicadores de calidad binarios que
no aparecen reflejados en este trabajo por cuestiones de
espacio, véase [90]. Sin embargo ni en [90] ni en [48]
aparece de forma clara la forma de utilizar los indicado-
res binarios para comparar algoritmos multiobjetivo es-
tocastico, es mas, en [48] la experimentacion se hace con
indicadores unarios.

E. Consideraciones finales acerca de las comparaciones
de algoritmos multiobjetivo

En esta seccion se han explicado las distintas alternati-
vas disponibles para comparar algoritmos multiobjetivo.
De entre las alternativas presentadas, sélo la compara-
cibn basada en dominancia proporciona resultados sus-
ceptibles de ser tratados con rigor mediante los tests es-



tadisticos adecuados, respondiendo ademas a la pregunta
de cuél es el mejor algoritmo. En la literatura consultada
no se ha encontrado una experimentacion realizada uti-
lizando indicadores de calidad binarios. Por este motivo
se recomienda el uso de la alternativa que utiliza la do-
minancia para comparar algoritmos.

V. CONCLUSIONES

En este trabajo se ha tratado de presentar una pa-
nordmica de los métodos més extendidos para la reali-
zacion de una tarea a la que se enfrenta cualquier inves-
tigador a la hora de presentar un trabajo, la comparacion
entre algoritmos. Como se ha podido observar, no existe
un consenso definitivo en la comunidad cientifica sobre
este tema, ni siquiera sobre si tiene o no sentido procla-
mar que un algoritmo es mejor que otro. Sin embargo
existen algunos trabajos en los que se analizan en pro-
fundidad las metodologias existentes y de ellos se pueden
extraer algunas recomendaciones, que se han ido desgra-
nando al final de cada seccion. Este trabajo se cimenta en
la experimentacion o el analisis de terceros, es evidente
que seria de gran interés enfrentar a las distintas metodo-
logias a los algoritmos y problemas mas habituales, con
el fin de determinar si son realmente (tiles en la tarea
para la que han sido disefiadas. Por cuestiones de tiem-
poy espacio no se pueden presentar dichos experimentos
aqui, si bien es el prop6sito de los autores emprender esta
tarea en el futuro.
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