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Resumen

En las bases de conocimiento difusas, los con-
juntos borrosos representan conceptos impre-
cisos, contenidos en los antecedentes y conse-
cuentes de las reglas. Un sistema basado en
reglas difusas (SBRD) contiene, ademds de la
base de conocimiento, un motor de inferencia,
con interfaces que le permiten admitir y pro-
ducir datos numéricos. En este trabajo discu-
tiremos c6mo alterar este motor de inferencia
de forma que el SBRD pueda ser aplicado al
procesamiento de datos borrosos.

Ademaés, analizaremos los retos que plantea el
uso de este nuevo tipo de informacién: cémo
representar datos vagos mediante conjuntos
borrosos, cémo preprocesar esta informacion,
qué esquemas de razonamiento son mas ade-
cuados, qué tipos de algoritmos permiten do-
tar a los SBRD de capacidad de aprendizaje
a partir de datos de baja calidad y céomo va-
lidar los resultados de estos sistemas.

Palabras Clave: Sistemas Basados en Re-
glas Difusas, Datos Imprecisos.

1. INTRODUCCION

Las bases de conocimiento borrosas contienen reglas
“SI-ENTONCES”, cuyos antecedentes y consecuentes
contienen sentencias basadas en la logica borrosa. Un
Sistema Basado en Reglas Difusas (SBRD) combina
una base de conocimiento y un motor de inferencia.
Este tltimo contiene un sistema de inferencia, e inter-
faces de fuzzificacién y defuzzificacién [6]. Tales inter-
faces convierten datos numeéricos en informacién bo-
rrosa, compatible con las reglas que componen la base
de conocimiento, y transforman los resultados borrosos
de la base de conocimiento en valores nitidos. Como es
bien conocido, esta estructura permite que los SBRDs
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puedan aproximar una amplia familia de funciones con
precisién arbitraria [5]. Comparados con otros aproxi-
madores universales, los SBRDs tienen un valor adi-
cional, porque balancean la precisiéon con la interpre-
tabilidad linguistica [4], explotando el potencial de la
l6gica borrosa como un esquema de representacién y
calculo de nociones inciertas o vagas.

Paradéjicamente, los SBRDs, pese a estar basados en
la 1égica borrosa, no se aplican con frecuencia a datos
imprecisos. La practica comtin en SBRDs consiste en
asociar conjuntos borrosas a palabras y usarlos para
modelar afirmaciones vagas, pero hacer que los mode-
los que dependen de esas afirmaciones usen datos niti-
dos, y produzcan resultados nitidos. En este trabajo
estudiaremos cémo superar esta limitacién, y expon-
dremos los nuevos retos que plantea el uso de datos de
baja calidad en el contexto de los SBRDs.

La estructura de este documento es la siguiente: En la
seccién 2 se discute la representacion de un dato vago
mediante conjuntos borrosos, y se establecen los be-
neficios esperados del uso de datos imprecisos en pro-
blemas de clasificacién y regresién. En la seccién 3 se
consideran algunas herramientas de analisis grafico y
preprocesamiento que permiten mejorar la calidad de
la informacién imprecisa. En la seccién 4 se estudia el
disenio del motor de inferencia de un SBRDs que pro-
cesa datos vagos. En la seccién 5 se recogen algunas
medidas de precision de tales sistemas. En la seccién 6,
el problema de validar los resultados de esos sistemas
de forma comparada. Por tltimo, en la seccién 7 (con-
clusiones) se resumen todos los problemas abiertos.

2. REPRESENTACION DE DATOS
DE BAJA CALIDAD

Los modelos basados en datos imprecisos no son ex-
clusivos de la literatura relacionada con los sistemas
borrosos, y constituyen un campo actual de investi-
gacién en varias disciplinas. Por ejemplo, en [14] se
proponen ocho fuentes de informacién que pueden ca-
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racterizarse mediante intervalos: informes de pasa-no
llega, digitos significativos, mediciones intermitentes,
fallos en deteccion, datos censurados, datos agrupa-
dos, datos perdidos y total ignorancia.

Estos modelos tienen una fuerte relacién con algunas
tendencias recientes en estadistica borrosa, donde el
tratamiento formal de los datos vagos esta basado en
el concepto de Variable Aleatoria Borrosa (VAB). Una
VAB es una funcién, que asocia cada resultado de un
experimento aleatorio con un subconjunto borroso de
la recta real. En general, puede considerarse que estos
subconjuntos borrosos modelan la imprecision en la
observacion del evento, mientras que la aleatoriedad en
el experimento modela la variabilidad de los resultados
[3, 10].

2.1. Definiciones de VAB

Hay diferentes definiciones de VAB, y la eleccién de
una de ellas condiciona el uso conjunto de la légica y
la estadistica borrosas necesario para aplicar SBRDs
a datos vagos, por lo que a continuacion se enumeran
los modelos existentes en la literatura y se propone la
adopcién de uno de ellos.

2.1.1. Interpretacién clasica

En [23], Puri y Ralescu consideran que las observacio-
nes de algunos experimentos aleatorios no producen
resultados numéricos, sino términos lingiiisticos impre-
cisos. Si la VAB tiene un nimero finito de imagenes,
pueden asignérseles valores de probabilidad. Por ejem-
plo, el resultado es “alto” con probabilidad 0.5, “me-
dio” con probabilidad 0.25 y “bajo” con probabilidad
0.25, donde “alto”, “medio” y “bajo” forman una par-
ticién borrosa.

Observe que, aunque esta definicion considera que
los resultados del experimento tienen un significado
lingiiistico, no necesariamente es compatible con el uso
de estos términos en légica borrosa. Por ejemplo, en el
modelo anterior, la probabilidad de que el resultado
sea el conjunto borroso “alto o medio” (entendiendo
la disyunciéon como combinacién de las pertenencias
de ambas etiquetas con una t-conorma) es cero, por-
que el conjunto borroso asociado a esa expresion logica
no coincide exactamente con ninguna de las imagenes
de la variable.

2.1.2. Modelo de Segundo Orden

Segun [10], que a su vez extiende la definicién de [20],
una variable aleatoria borrosa representa un conoci-
miento impreciso acerca de una variable aleatoria clasi-
ca, que es llamada “variable aleatoria original”. Es de-
cir: supongamos que el resultado del experimento alea-
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torio es el valor w, y que la observacién del experimen-
to aleatorio es un conjunto borroso con pertenencia
X (w). Entonces, la pertenencia de un punto z al con-
junto borroso X (w) representa el grado de posibilidad
de la afirmacién “La imagen de w es z”. O lo que es
lo mismo, una VAB es un conjunto borroso que asocia
una pertenencia a cada una de las posibles variables
aleatorias clasicas. Dicha pertenencia indica el grado
de certeza que se tiene acerca de que esta variable sea
la original.

2.1.3. Modelo de Primer Orden

De acuerdo con [2], se supone que, si el resultado del
experimento aleatorio es w, la probabilidad de perci-
bir el valor = es p(x|w), y que esta segunda probabi-
lidad no es completamente conocida: sélo se sabe que
estd dominada por la posibilidad II(z|w). En este mo-
delo, la funcién de pertenencia X (w) de la VAB es
la posibilidad II(z|w). En otras palabras, una variable
aleatoria borrosa se corresponde con una familia de
distribuciones de probabilidad. Esto, como se indica
en la figura 1, es una generalizacién directa de los mo-
delos estocasticos usados habitualmente en ingenieria
para caracterizar el ruido en las observaciones.

M(z|w)

|

d >

A 1

A
P(A) = /A f(z|lw)dz P(A) < mgxl'[(ﬂw)

Figura 1: Modelos estocastico y posibilistico de primer
orden del error de observacién. Izquierda: Modelo es-
tocastico de una observacién con ruido. Se conoce de
forma precisa la probabilidad de percibir un valor con-
tenido en el conjunto A, cuando el resultado del ex-
perimento es w. Derecha: modelo posibilistico de una
observacion vaga: se conoce un intervalo de valores que
contiene a P(A).

2.1.4. Discusion

En general, el modelo clésico no siempre es valido para
representar datos vagos en el contexto de los SBRDs,
ya que es problematico conciliar el uso de términos
lingiiisticos desde el punto de vista de la légica borro-
sa con esta definicién, como se ha visto en el ejemplo
anterior. Por el contrario, tanto el modelo de primer or-
den como el modelo de segundo orden son adecuados.
El tratamiento del modelo de primer orden tiene una
implementacién considerablemente més sencilla, y por
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esta razon es preferible. Adicionalmente, de acuerdo
con este modelo, los a-cortes de los conjuntos borro-
sos son intervalos de confianza del valor percibido de
la variable, lo que permite representar mediante con-
juntos borrosos algunos tipos de datos de baja calidad
que tradicionalmente no se consideraban borrosos. Por
ejemplo, en [24] se utilizaron conjuntos borrosos para
reconciliar diferentes opiniones acerca de un valor, y en
[22] se usé esta propiedad para asimilar las coordena-
das proporcionadas por un GPS a conjuntos borrosos.

‘a = 0.75, measure = 100 + 10‘

‘a = 0.25, measure = 100 + 30‘

Figura 2: Visién alternativa del modelo de primer or-
den: conjunto borroso como familia de intervalos. Ca-
da a-corte contiene al resultado del experimento con
probabilidad > 1 — a.

2.2. Beneficios esperados del uso de datos
imprecisos

Una utilidad obvia de la extension de los SBRDs a da-
tos de baja calidad es la posibilidad de solucionar pro-
blemas en que no se dispone de mejor informacién. No
obstante, esta técnica también proporciona ventajas
en algunos problemas con datos nitidos. Por ejemplo,
observe la figura 3:

Figura 3: Los clasificadores A, B, C tienen error cero
con respecto a los centros de los datos, pero sélo el
clasificador ‘B’ tiene error cero si se tiene en cuenta la
imprecisién de las mediciones.

Tres superficies de decision A, B y C separan las dos
categorias de la muestra, sin errores. Ahora bien, si ca-
da dato se envuelve en un circulo, sélo la superficie B
separa las dos clases, porque es la que més dista de los
puntos mas cercanos de la muestra. Esto parece indicar
que la adiciéon artificial de imprecisién a datos nitidos,
y la optimizacién de un clasificador sobre los datos ex-
tendidos, podria producir una mejora en la capacidad
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de generalizacién. También podria existir una relaciéon
entre el disefio de un clasificador de margen minimo y
el diseno de un clasificador con datos imprecisos.

Por otra parte, en la figura 4 se muestra un proble-
ma de regresién, donde también podrian encontrarse
ventajas. Tanto en la parte izquierda de la figura, co-
mo en la derecha, los modelos de regresion tienen error
cuadratico medio cero. Sin embargo, si cada uno de los
datos se envuelve en un intervalo, el error cuadratico
es mas especifico en el modelo de la izquierda. De nue-
vo, la extension de los datos seria equivalente a anadir
al error cuadratico medio un término de regulariza-
cién, lo que tal vez, como en el caso anterior, pueda
explicarse estudiando la relacion con las maquinas de
vectores de soporte.

\ 4
\

xr1 ) €3 1 ) T3

Figura 4: Ambos modelos de regresion tienen error
cuadratico cero sobre los datos nitidos, pero el modelo
de la izquierda tiene un error mas especifico sobre los
datos extendidos, porque su pendiente en los puntos
de la muestra es menor.

2.3. Problematica

El tratamiento de datos imprecisos es interesante tanto
en problemas nitidos como en problemas con datos
imprecisos, u otros que puedan codificarse mediante
una pertenencia borrosa. Este tratamiento depende del
concepto de dato vago (entendido como instancia de
una VAB), y afecta al diseno del motor de inferencia
del SBRD. Pero ademaés, todas las fases del desarrollo
del sistema necesitan adaptarse al nuevo tipo de datos:
para disenar un SBRD se necesitan nuevas técnicas de
preprocesamiento y mejora de calidad de los datos,
aprendizaje de bases de conocimiento y validacion de
resultados. Estos cambios se estudian en las siguientes
secciones.

3. PREPROCESAMIENTO DE
DATOS VAGOS

El preprocesado de datos imprecisos ha sido estudiado
de forma desigual. Por una parte, no tenemos constan-
cia de que se hayan desarrollado algoritmos de selec-
cién de instancias vagas. Por otra, hay varias extensio-
nes borrosas de la selecciéon de caracteristicas y trans-
formaciones de datos en problemas de clasificacién y
regresion. Ambas partes se discuten a continuacién.
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3.1. Seleccién de instancias

En problemas con datos precisos, la selecciéon de ins-
tancias se basa en detectar las zonas de mayor densi-
dad entre los ejemplos: una instancia puede ser redun-
dante si existen en el fichero de datos otros ejemplos
similares. Por el contrario, en problemas con datos va-
gos, es posible que una instancia intrinsicamente apor-
te poca informacién (como caso extremo, un ejemplo
en que todos los datos de entrada son desconocidos
siempre es redundante). Serfa posible investigar la re-
lacion entre los diferentes costes de obtencién de una
instancia con distintas tolerancias, y el aporte de in-
formacién que en cada caso esa instancia le haria a la
base de conocimiento final.

3.2. Seleccion de caracteristicas y
transformaciones

En problemas de clasificaciéon, puede determinarse el
subconjunto mas relevante de caracteristicas mediante
algoritmos basados en medidas de dependencia entre
variables (como por ejemplo [27, 31]) o con técnicas
de busqueda (como [33]). En problemas de regresién
es habitual emplear transformaciones, como el anéli-
sis de componentes principales y el andlisis factorial
(desarrollados en [15, 21] para datos borrosos). Las
versiones borrosas de otros enfoques modernos, como
el andlisis de componentes independientes, estan diri-
gidas a mejorar la robustez cuando se trabaja con da-
tos nitidos [19] y no admiten datos vagos; su extensién
es una tarea pendiente. Por el contrario, el escalado
multidimensional si ha sido generalizado al caso difu-
so [12, 16, 34], de forma que la proyeccién de los datos
no sélo incluye informacion acerca de las similaridades
entre las instancias sino también acerca de la vaguedad
de cada una (ver figura 5).

4. DISENO DEL MOTOR DE
INFERENCIA

La regla de inferencia composicional (extension
cilindrica del dato de entrada, interseccién con el grafo
borroso codificado en la base de conocimiento, proyec-
cién en la salida) no necesariamente es compatible con
la interpretacion posibilistica de un conjunto borroso
vista en la seccién 2. Para clarificar nuestra opinién,
observe la siguiente base de conocimiento:

SI X ES PEQUENO ENTONCES Y ES GRANDE
SI X ES GRANDE ENTONCES Y ES PEQUERNO

donde las pertenencias de los valores lingiiisticos son
PEQUENO(¢) = 1 — ¢, y GRANDE(¢) = ¢ para ¢ € [0, 1]. El
grafo borroso de este sistema es

G(z,y) = méx{min{z,1 — y},min{l —z,y}}. (1)
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Figura 5: Extensién de MDS al caso borroso: se mues-
tra graficamente la similaridad entre las instancias y
la vaguedad de cada una.

Por tanto, dada una entrada imprecisa X, la salida es
el conjunto borroso

Hx(y) = supmin{G(z,y), X(2)}, (2)

que no es normal (ver figura 6) y que por tanto no se
corresponde con una distribucién de posibilidad.
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Figura 6: Inferencia con datos vagos (I): la curva con
guiones es la imagen de la entrada crisp 0.25 mediante
la regla de inferencia composicional. El valor defuz-
zificado es 0.62. La curva continua es la imagen del

conjunto borroso triangular (0.15;0.25;0.35). El valor
defuzzificado es 0.61

Para obtener una salida compatible con el modelo de
imprecision, puede extenderse la salida defuzzificada
mediante el principio de extensién. Esta salida defuz-
zificada es

9(zo) = CAM(Hy, (y)) 3)

donde CdM significa “centro de masas”. La extensién
tiene la forma que sigue:

F(X,y) =sup{a|g~'(y) € Xa}. (4)
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La imagen de la misma entrada usada en la figura 6,
ahora mediante la ecuacién 4, puede verse en la figura
7. En esta segunda figura se aprecia que, con este tipo
de inferencia, el que la entrada sea el valor vago 0,25+
0,1 implica que la salida tenga una tolerancia 40,05.

El inconveniente de este método esta, sin embargo,
en la carga computacional que supone calcular la res-
puesta del sistema. Seria interesante desarrollar una
versién de la regla de inferencia composicional, y tal
vez un nuevo conjunto de operadores, que permitie-
sen producir una aproximacién razonable al resultado
mostrado en esta ultima figura. En este sentido, cree-
mos que es posible que haya puntos en comun entre
los mecanismos de razonamiento de los SBRDs y los
algoritmos utilizados para realizar inferencia en redes
credales [11].

«=0.5

0

Figura 7: Inferencia con datos vagos (II): Imagen del
conjunto borroso triangular (0.15;0.25;0.35) mediante
la ecuacion 4. El punto modal es la imagen del punto
modal de la entrada.

5. PRECISION DE UN SBRD.
OPTIMIZACION GENETICA

La medicién de la calidad de un SBRD se basa en la in-
terpretabilidad lingiiistica y en la precision del mismo.
Solo las medidas de precisién se ven afectadas cuan-
do los datos son imprecisos. En ese caso, el modelo de
VAB es determinante en la estimacion de la precision.

En general, se considerara que la precisién de un SBRD
sobre datos vagos es, a su vez, un valor conocido de for-
ma imprecisa. En trabajos anteriores [24, 28, 29] he-
mos adaptado la definicién de la varianza de una VAB,
que para el modelo de primer orden propuesto en la
seccién 2 se reduce a un intervalo [7, 10]. En [26] se
propuso otro criterio especifico para problemas de cla-
sificacién, que produce un niimero borroso discreto. En
ambos casos, los algoritmos de aprendizaje de reglas
borrosas que optimicen este criterio deben optimizar
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una funcién intervalo-valorada o borrosa [29, 30].

5.1. Sistemas borroso-genéticos

Los algoritmos genéticos han probado ser muy efica-
ces para solucionar el problema del aprendizaje de un
SBRD a partir de datos nitidos [6, 17, 18]. En trabajos
anteriores, hemos conseguido obtener algunos resulta-
dos que permiten formular sistemas borroso-genéticos
a partir de informacién vaga, siguiendo los enfoques
Pittsburgh [24], Iterativo [25] y GCCL [32] en proble-
mas de modelado.

Por el contrario, hasta el momento no se ha publicado
ninguna implementacién del cuarto enfoque, los algo-
ritmos tipo Michigan. Tampoco tenemos conocimiento
de que los sistemas borroso-genéticos hayan sido apli-
cados a problemas de clasificacién con datos impreci-
SOS.

6. VALIDACION

El uso de medidas de calidad intervalares o borro-
sas plantea algunos problemas con la comparacion es-
tadistica de los resultados de diferentes algoritmos.
Aunque existen numerosos trabajos tedricos de es-
tadistica borrosa acerca de test estadisticos segin el
modelo clésico de probabilidad, los estudios relaciona-
dos con los modelos de primer o segundo orden son
menos numerosos [13, 20, 35]. Es interesante observar
que estos dos ultimos modelos, cuando la observacio-
nes son intervalo-valoradas, guardan relacion con los
trabajos en probabilidades imprecisas [3] y con algu-
nos enfoques recientes en modelos econométricos [1].
Recientemente, se esta trabajado en la base tedrica de
los tests de remuestreo que se podrian aplicar en un
futuro a la comparacién de las calidades de diferentes
algoritmos [8, 9].

Por otro lado, es interesante destacar que no existe un
catdlogo de problemas sobre los que se puedan eva-
luar las propiedades de diferentes algoritmos. Hasta la
fecha, cada autor propone sus propios problemas de
validacién. Seria deseable que se elaborase un catalo-
go de problemas con diferentes complejidades y con
resultados conocidos.

7. CONCLUSIONES Y
PROBLEMAS ABIERTOS

En este estudio hemos mostrado las lineas generales
del uso de datos vagos con sistemas basados en reglas
borrosas. Se ha propuesto combinar las herramientas
de la légica borrosa con las de la estadistica borrosa,
aprovechando resultados recientes acerca de la repre-
sentacion de la imprecisiéon en la observacién de los
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resultados de un experimento aleatorio.

La principal conclusion de este estudio es que muchos
de los problemas del uso de datos vagos con SBRDs
estdan sin resolver de forma satisfactoria. A modo de
resumen, los retos mencionados en este trabajo han
sido:

1. El estudio tedrico de las relaciones entre los pro-
blemas con imprecisién anadida y las maquinas
de vectores de soporte.

2. El desarrollo de las técnicas de andlisis de com-
ponentes principales e independientes para datos
imprecisos.

3. Nuevos algoritmos de seleccion de caracteristicas
e instancias para datos vagos.

4. Nuevos mecanismos de razonamiento borroso que
permitan aproximar la solucién basada en el prin-
cipio de extension.

5. Otras medidas de calidad para clasificadores y
modelos.

6. Estudio tedrico y practico de algoritmos de op-
timizacion de funciones intervalo-valoradas y bo-
rrosas.

7. Tests estadisticos que permitan comparar la cali-
dad de dos algoritmos sobre datos vagos.

8. Bancos de prueba para comparar los nuevos algo-
ritmos.
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