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Resumen

En este trabajo proponemos el uso de un
aprendizaje basado en costes definido median-
te una matriz de pesos que serd utilizada
por el clasificador borroso para minimizar el
error global. La matriz define el grado de
error, representado por una etiqueta lingiiisti-
ca, en una clasificaciéon inadecuada. Implemen-
taremos un algoritmo cooperativo-competitivo
(GCCL) que sea capaz de minimizar el error
a partir de una matriz de costes y donde los
datos son de baja calidad. Obtendremos cla-
sificadores basados en reglas difusas (CBRD)
a partir de dichos datos. Incluiremos una des-
cripcién del nuevo algoritmo realizado, resal-
tando la funcién de asignacion del consecuen-
te y de fitness. Esta propuesta es comparada
con un nuevo método capaz de preprocesar da-
tos de baja calidad imbalanceados, basado en
el algoritmo SMOTE. Observaremos, como el
error global del clasificador varia al aplicar el
CBRD generalizado en esta propuesta con res-
pecto al preprocesamiento de los datos.

1. Introduccién

Minimizar el error global de un clasificador es
fundamental, en especial, para las aplicacio-
nes médicas [10, 14], que suelen estar definidas
por datasets imbalanceados. Para minimizar
el error global podemos aplicar un mecanismo
de preprocesamiento a los datasets imbalan-
ceados [2, 5] debido a que la mayoria de los
clasificadores obtienen un rendimiento pobre
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respecto a dichos datasets [15]. Normalmente,
la clase minoritaria es la clase que representa
el concepto de interés y el preprocesamiento
de datos evita que el clasificador tienda hacia
la clase mayoritaria. Sin embargo, con el pre-
procesamiento, el clasificador no considera el
grado de error producido cuando se realiza una
clasificacién inadecuada. Para contemplar este
error, el clasificador necesita aplicar el concep-
to de minimo error y guiar asi la evolucién del
clasificador y minimizar el error global.

El coste de una clasificacion inadecuada de-
pende de una matriz de pesos donde el clasi-
ficador no optimiza el error de entrenamien-
to sino que optimiza la funcién de error que
depende de dicha matriz [6]. En [11] el pro-
blema del minimo error estd basado en una
matriz de costes definida por valores precisos
comprendidos 0 y 1 y donde su diagonal esta
compuesta por ceros. En esta nueva propuesta
esta matriz esta definida por términos lingiiis-
ticos representados por una etiqueta lingiiisti-
ca borrosa trapezoidal (LTF[0,1]). Su diagonal
también estara compuesta por ceros (debido a
que una correcta clasificacion de un objeto tie-
ne error nulo). De este modo, se puede indicar
de una manera sencilla que clase es la prefe-
rente (normalmente la minoritaria) o aportar
el conocimiento descrito por el experto, man-
teniendo la interpretabilidad [1] del nivel de la
preferencia de las clases.

Para que el CBRD soporte dicha matriz de
costes y pueda minimizar el error global, hay
que tener en cuenta el uso de las operaciones
aritméticas borrosas [4] y la ordenacion total



de los LTF[0,1]. La comparacién y ordenacion
de los nimeros borrosos [8] no es una tarea
sencilla, por ello, nos centraremos en el método
basado en el centroide [17, 18, 21].

El uso de CBRD para obtener el minimo
error es escaso. Algunos autores han tratado
con el concepto “falso positivo” [16] o han te-
nido en cuenta la matriz de confusién en la
funcion del fitness [19]. Otros, se basan en la
ordenacién de las clases mediante un criterio,
donde el error de la funcion es diferente que el
error de entrenamiento [20]. Ademas, muchos
autores han investigado el aprendizaje basa-
do en costes. Segtn [22] se pueden considerar
dos niveles de abstraccion: costes basados en
instancias [24] o costes basados en clases. Nos
basaremos en este dltimo ya que, asume que
todas las instancias pertenecientes a la misma
clase tienen el mismo grado de error. Sin em-
bargo, la extensiéon de un aprendizaje de costes
basado en una matriz de pesos definida me-
diante términos lingiiisticos (LTF[0,1]) en la
funcion de fitness, segin nuestro conocimien-
to, no ha formado parte de ningin CBRD ni
para datos precisos ni de baja calidad.

Generalizaremos el CBRD, capaz de utili-
zar datos de baja calidad [12], para que so-
porte el minimo error basado en un aprendi-
zaje de costes definido mediante una matriz
de pesos (enfoque interno) [11] donde dicha
matriz vendra definida por términos lingiiis-
ticos. Ademaés, aplicaremos un mecanismo de
preprocesamiento (enfoque externo) introduci-
do en [13] capaz de balancear datasets de baja
calidad. Asi, compararemos el comportamien-
to de CBRD basado en la matriz de costes
con el CBRD aplicando el mecanismo de pre-
procesamiento de los datos antes de la fase de
entrenamiento. Para ello, utilizaremos varios
datasets reales de baja calidad imbalanceados
[12] y aplicaciones médicas.

El trabajo se estructura en: Seccion 2, exten-
deremos el minimo error a partir de un apren-
dizaje basado en una matriz de costes lingiiisti-
cos. Seccion 3, generalizaremos el CBRD para
que soporte dicha matriz mostrando los cam-
bios mas relevantes del algoritmo. Seccion 4,
evaluaremos el algoritmo generalizado a partir
de varios datasets reales y compararemos di-

chos resultados con los obtenidos al aplicar el
preprocesamiento de datos. Finalizaremos con
las conclusiones en la Seccion 5.

2. Minimizacién el error a partir de
una matriz de costes lingiiisticos

Generalizaremos el CBRD capaz de soportar
datos de baja calidad propuesto en [12], pa-
ra que minimize el error global a partir de un
aprendizaje basado en costes [22]. Este, lo ex-
tenderemos al uso de una matriz de costes lin-
giifsticos [11] que representan el error de una
clasificacion inadecuada.

Un clasificador require de una técnica nu-
mérica que determine el minimo error. En este
caso, el problema del minimo error se basa en
una matriz de costes. En [11] la matriz viene
definida por datos precisos comprendidos entre
0 y 1, su diagonal a ceros y, no necesariamen-
te tiene que ser simétrica. Por tanto, dado un
conjunto de datos de entrenamiento precisos
{(zi,¢i) }i=1...n, €l objetivo del clasificador es
minimizar el error:

N N
Z fallo; = Zcoste [ci] [clase(z;)] (1)

=1

donde “clase(x;)” es la salida del CBRD en la
instancia i-th. Si todos los costes de la matriz
contienen el valor 1, excepto la diagonal, este
fallo coincide con el error de entrenamiento.
Si suponemos que el objeto observado X no
aporta un conocimiento preciso y la informa-
cion imprecisa aportada es “x € X7, la salida
del CBRD estar4 limitada al conjunto [12]:

clase(X) = {clase(z) | # € X} (2)

clase(X)(c) = {class(z)(u) | z € X

y clase(u)=c}, c€ {1,...,N.} (3)

es decir, el cojunto clase(X) esta formado por
la salida del CBRD para todos los valores com-
patibles con el objeto impreciso. Por tanto,
dado un conjunto de datos de entrenamien-
to impreciso {(Z:,c;)}i=1..N ¥ una matriz de



costes M definida mediante términos lingiiis-
ticos (LTFJ[0,1]), es inmediato observar que el
error minimo de la clasificacién fallo sera un
nimero borroso.

f/cﬁl/oi(f) = {clase(z)(c) | t = coste[c:][c]},
f=LTF[0,1]

(4)

3. Descripcion del algoritmo

La optimizacién del minimo error de un cla-
sificador, a partir de un aprendizaje definido
mediante una matriz de costes lingiiisticos, su-
pone diferentes cambios en los procedimientos
de asignacion de consecuentes y de fitness.

3.1. Asignacién del consecuente

Suponiendo que disponemos de un dataset y
una matriz de costes precisos, la funcion de
asignacion de consecuentes se comsigue afia-
diendo el término A(z;) A (1 — coste[c][ci]), pa-
ra todo ejemplo (x;,¢;) del conjunto de entre-
namiento y, seleccionando la alternativa con
mayor peso. Este mismo enfoque, gracias a
las operaciones aritméticas borrosas, puede ser
usado en el caso de tratar con un conjun-
to impreciso de entrenamiento. Si la matriz
de costes esta definida mediante términos lin-
giifsticos (LTF[0,1]), donde un ndmero borro-
so A= (a,b, ¢, d;w) se considera LTF[0,1] si if
0<a<b<e<d<1,wel0,1] [23], ade-
mas de las operaciones borrosas, necesitamos
determinar el consecuente mas compatible me-
diante una ordenacién total borrosa.

3.1.1. Operaciones borrosas

La confianza de una regla c(4; = ;)
para un conjunto de entrenamiento preciso
{(z1,¢1)," -+ (Tm,cm)} es definida como [7]:

_ Ecpzci .U‘Al(:rp)
(X1,C1 50T sCm) Z;’;l ,U,Az-(xp)
(5)

Para un conjunto de datos de baja calidad
o imprecisos {(X1,¢1), -+ (Xm,cm)} la exten-
sion directa de la ecuacion (5) es el siguiente
conjunto borroso definido en [12]:

E(Ai = Ci)(t)(gl781wngmycm):max{minpzl"m

pXp(zp) [t=c(Ai = Ci)(acl,c1,--,mm,cm)}
(6)
El coste computacional de este conjunto es
muy elevado. Sin embargo, éste esta conteni-
do en el conjunto resultante de reemplazar las
operaciones de la ecuacion (5) por sus corres-
pondientes operaciones borrosas [4]. Esto se
observa en las lineas 10, 11 y 13 del algorit-
mo 3.1.1. Resaltando en la linea 13 la defu-
zificacién realizada para obtener el valor del
consecuente “c” debido a que las operaciones
borrosas [4] no soportan divisiones entre ni-
meros borrosos con cero en el denominador.

funcion Asig_Imp_Conse_Cost (rule)
1 for ¢ in {1,...,N¢}
2 grade=0

3 deconf=0

4 for example in {1,...,N}

5 m=fuzMembership (Ant, ex)

6 p=0

7 if(cl(ex) .size>1) then

8 p=nonDominates ({cl(ex)})
9 end if

10 grade®=m® (1S cost [c1(ex)] [p] [c])
11 deconf®=m

12 end for example

13 weight [c]=gradex (deconf)
14 end for c

15 mostFrequent={1,...,N.}

16 for ¢ in {1,...,N¢}

17 for c; in {c+1,...,Nc}

18 if (wei/\g/ht[c] dominates
weight[c;]) then

19 mostFreq -={ci}

20 end if

21 end for ci

22 end for c

23 Consequent=select (mostFrequent)
return rule

Algoritmo 1: Asignacion del consecuente.



3.1.2. Ordenacién total borrosa

Para obtener el mejor consecuente tenemos
que determinar el consecuente mas compati-
ble de una regla a partir de una funciéon que
induce a un orden total, ver linea 18 y 8 del
algoritmo 3.1.1.

En [17] se muestra como ningtin método de
ordenacién borrosa basado en el centroide es
superior al resto de métodos debido a que, ca-
da uno de los métodos parace tener ciertas
ventajas respecto al resto pero también incon-
venientes. En esta propuesta nos inclinamos a
usar el método definido en [21], donde Z(A) y
y(A) tienen diferente grado de importancia.

3.2. Fitness basado en un aprendizaje por
costes lingiiisticos

Al basarnos en un aprendizaje por costes re-
presentados mediante un matriz de costes lin-
giifsticos (LTF[0,1]), dos partes del CBRD [12]
han sido alteradas:

1. Lasalida del clasificador: Si ninguna regla
es compatible con el ejemplo, la salida es-
tara formado por la clase que menos error
tenga segun indique la matriz de costes.

2. La ordenacién total de la funcién de fit-
ness.

Dos funciones dependen de la ordenacién del
fitness impreciso, la seleccion de los individuos
en el torneo y la eliminacién de los peores in-
dividuos. La dominancia uniforme [9] aplicada
en [12] no es compatible con el fitness actual.
Por tanto, el fitness de una regla ¢ (union de
todo los LTF[0,1]; | j € reglas compatibles)
es tratado como se muestra a continuacion, ver
lineas 6-9 del algoritmo 3.2:

Fy = {t|t € [Z(LTF[0,1]

J : )7
Jdominada
F(LTF0,1], e (7)

o dominada

donde j pertenece a las reglas compatibles
y Z(LTF[0,1]) es definido en [3].

function Imp_Fit_Cost(set0fCons,dataset)

1 for example in {1,...,N}

2 deltaFit= 0

3 if ({cl(ex)}==set0fCons and
size(set0fCons)==1) then

4 deltaFit={1}

5 else

6 deltaFit U={16cost[cl (ex) [pl] [c]
| c € setDfCons and p € {cl(ex)}}

7 end if

8 Select wRule € setWinnerRule

9 fitness[wRule] ®=treatment (deltaF'it)

10 end for example
return fitness

Algoritmo 2: Asignacion del fitness LTF[0,1].

4. Resultados numeéricos

En esta seccion aplicamos el CBRD generali-
zado (enfoque interno), compararemos dicho
CBRD con el método de preprocesamiento
propuesto en [13] (enfoque externo) y, finali-
zaremos con una evaluaciéon de ambos.

4.1. Caracteristicas

Los experimentos se han realizado con una po-
blacién de 100 individuos, con cruce 0.9, mu-
taciéon 0.1, 100 generaciones y 5 particiones.
La experimentacion estd repetida 100 veces a
partir de una evaluacién bootstrap que utiliza
1000 pruebas por cada particiéon de test.

Los datasets utilizados han sido definidos en
[12], compuestos por entradas y salidas impre-
cisas y considerados imbalanceados. La matriz
de costes lingiiisticos aportada por el experto
se muestra en el cuadro 2.

4.2, CBRD con matriz de costes

Los resultados del CBRD propuesto en [12]
con respecto al CBRD capaz de soportar un
aprendizaje definido mediante una matriz de
costes lingiiisticos (enfoque interno) son mos-
trados en el cuadro 1.

Se observa como, aplicando el enfoque in-
terno el CBDR mejora su comportamiento se-
gan el criterio proporcionado por el experto,



Cuadro 1: CBRD Error: Media de 100 repeticiones del CBRD capaz de soportar datos de baja
calidad. CBRD Costes: CBRD extendido capaz de soportar la matriz de costes LTF[0,1].

CBRD Error CBRD Costes

Dataset Exh.Test Error | Exh.Test Coste || Exh.Test Error | Exh.Test Coste
100ml-4-1 [0.176,0.378] [0.075,0.166] [0.178,0.380] [0.044,0.104]
100ml-4-P [0.176,0.355] [0.081,0.163] [0.188,0.367] [0.046,0.099]
B100ml-4-1 [0.172,0.369] [0.073,0.155] [0.188,0.385] [0.048,0.104]

B100ml-4-P || [0.160,0.349] | [0.075,0.162] || [0.161,0.350] | [0.043,0.100]
Long-4 0.319,0.588 0.187,0.351 0.294,0.563 0.142,0.255
BLong-4 0.326,0.625 0.203,0.394 0.286,0.586 0.140,0.265
B200ml-I [0.232,0.473] 0.098,0.154 [0.178,0.418] 0.047,0.094
B200ml-P [0.262,0.480] 0.092,0.152 [0.215,0.433] 0.049,0.095

100mli-4-1. Minimo Exh.Test %Coste

= NMejora CBRD con matriz de costes

« Mejora CBRD basado en error

0.2

015

0.1

Test %Coste. CBRD con matriz de costes

o 0.0s 0.1 0.15 02 025
Test%Coste. CBDR basado en error

100ml-4-1. Maximo Exh.Test %Coste

= Mejora CBRD con matriz de costes

® Mejora CBRD basado en error

Test %Coste. CBRD con matriz de costes

01 02 03 04
Test%Coste. CBDR basado en error

Figura 1: Comportamiento del CBDR con respecto
a la matriz de costes (%Coste) in the 100ml-4-I.

Cuadro 2: Matriz de costes lingiiisticos.

Long-4 y BLong-4

Classificador
Ejemplo 0 1
0 Ninguno Alto
1 Bajo Ninguno
100ml-4-P/I y B200ml-I/P
Clasificador
Ejemplo 0 1
0 Ninguno Alto
1 Muy Bajo | Ninguno

resaltado en el cuadro 1 dataset B100ml-4-P
y, en la figura 1 dataset 100ml-4-1.

En los datasets de 100ml, el CBRD genera-
lizado, mediante la matriz de costes, no tiene
una influencia negativa cuando, éste, es eva-
luado mediante el error (acierto 1, error 0).
Para el resto de datasets el comportamiento
del CBRD basado en el error, habiendo reali-
zado un entrenamiento basado en la matriz de
costes, mejora debido a que existe otro factor
que influye en su comportamiento y no solo el
criterio del experto. Este factor es el porcen-
taje de instancias para cada una de las clases.
Por ejemplo, para el dataset B200ml-P obtene-
mos que las frecuencias de las clases 0 y 1 son
fo €10,47,0,73] y f1 € [0,26,0,52], respectiva-
mente. Si la frecuencias son 0.48 y 0.52, este
dataset es balanceado, pero también es posible
que sus frecuencias sean 0.73 and 0.27, lo que



implica en este caso que el clasificador no ob-
tenga buenos resultados. En este caso, “Long-
4”, “BLong-4”, “B200ml-I" y “B200ml-P”, son
considerados no balanceados con un nivel “me-
dio” or “medio-bajo”, respecto al nivel de los
datasets de 100ml que son cosiderados “bajos”
o “nulos’. Por tanto, este nivel de no balancea-
dos, influye en el comportamiento del clasifi-
cador resaltado en el dataset de B200ml-I en
el cuadro 1.

B200mI-P. Minimo Exh.Test %Coste

® Mejora CBRD con matriz de costes
# Meijora CBRD con preprocesamiento de datos

Test %Coste. CBRD con matriz de costes

0.5
’ L]
Y. %
£ am =- L] L] =
L] L
0.05 o Y _-J_- e
pEEafs m "y % %o o= o®
o a8 pg om s
0 005 015 025 0.35 045 0.55

Test %Coste. CBRD con preprocesamiento de datos

B200ml-P. Maximo Exh.Test % Coste

_| = Mejora CBRD con matriz de costes
« Mejora CBRD con preprocesamiento de datos

=
o

Test %Coste. CBRD con matriz de costes

o1 02 03 04 0s 08 o7
Test %Coste. CBRD con preprocesamiento de datos

Figura 2: CBRD con enfoque externo e interno.

4.3. Comparaciones numeéricas

Los dataset son considerados no balancea-
dos. Aplicamos un enfoque externo al clasifi-
cador para minimizar el error. Este, consiste
en aplicar un mecanismo de preprocesamiento
a los datos antes de la fase de entrenamiento.

En el cuadro 3 el comportamiento del
CBRD es mejor cuando aplicamos el enfoque

Cuadro 3: CBRD enfoque externo e interno.

CBRD Pre. | CBRD Coste
Dataset Test %Cost Test %Cost
100ml-4-1 0.099,0.209 0.044,0.104
100ml-4-P 0.084,0.167 0.046,0.099
B100ml-4-1 0.095,0.199 0.048,0.104
B100ml-4-P 0.087,0.177 0.043,0.100
Long-4 0.150,0.302 0.142,0.255
BLong-4 [0.152,0.326] | [0.140,0.265]

B200ml-I || [0.182,0.286] | [0.047,0.094]
B200ml-P || [0.201,0.307] | [0.049,0.095]

interno para minimizar el error global. En la fi-
gura 2, mostramos la ventaja de clasificar con
un enfoque interno respecto al externo en el
dataset B200ml-P.

Analizando el CBRD a partir del error (1
éxito, 0 error), los resultados obtenidos son “si-
milares” tanto si el CBRD es entrenado apli-
cando un enfoque externo como interno. Por
ejemplo, en 100ml-4-T aplicando el enfoque ex-
terno el error es de [0.174,0.375] y con el in-
terno de [0.178,0.380]. Sin embargo, la venta-
ja no siempre es favorable al enfoque externo
ya que, por ejemplo en B200ml-P, obtenemos
un error de [0.261,0.479] aplicando el externo
v [0.215,0.433] con el interno.

Por tanto, no podemos verificar que el me-
canismo de preprocesamiento obtenga mejores
resultados respecto al error. Ademas, una des-
ventaja del enfoque externo es el elevado cos-
te computacional y la falta de flexibilidad con
respecto al enfoque interno.

En la aplicaciones médicas esta flexibilidad
es muy relevante. Si tenemos dos clases, la cla-
se enfermo y la clase sano, es mejor disminuir
las clasificaciones inadecuadas cuando el pa-
ciente esta enfermo que cuando esta sano [14].
Lo que implica que la clase preferente es la
clase enfermo. Para demostrar la importancia
de esto, consideramos varios datasets imbalan-
ceados, Wisconsin (W.), Haberman(H.), New-
thyroid1(NT.) y Ecoli4(E.), ver cuadro 4.

En estos datasets la clase preferente es la
clase minoritaria (“clase 1”) por lo que, aplica-
remos el mecanismo de preprocesamiento para
evitar la tendencia hacia la clase mayoritaria



Cuadro 4: Descripcion de los datasets médicos imbalanceados.

Ins. | Car. Class(min;maj) %Class (min;mayj) IR
W | 683 9 (malignant(1);beningn(0)) (34.97,65.05) 1.86 Low
H | 306 | 3 (Die(1);Survive(0)) (27.42;73.58) 2.68 Medium
NT | 215 | 5 (Positive(1);Negative(0)) (16.29;83.71) 5.14 Medium
E 336 7 (Positive(1);Negative(0)) (6.74;93.26) 13.84 High

Cuadro 5: Resultados del CBRD generalizado
y con el preprocesamiento de datos

CBRD Coste CBRD pre.

%Error | %Coste || %Error | %Coste

W. 0.057 0.015 0.086 0.043
H 0.310 0.212 0.316 0.219

NT. 0.053 0.024 0.088 0.023

E. 0.035 0.020 0.055 0.019

y el CBRD capaz de soportar un aprendizaje
a partir de una matriz de costes lingiiisticos.
Dicha matriz esta definida teniendo encuenta
que la clase preferente es la clase 1.

En el cuadro 5 observamos la mejora del
CBRD generalizado debido a la determina-
ciéon de la clase preferente. Por ejemplo, en
el dataset Wisconsin, obtenemos un éxito del
0.9440 % aplicando el enfoque interno con
respecto al 0.9160 % obtenido al aplicar el
mecanismo de preprocesamiento de datos. Por
tanto, aunque los datasets sean imbalanceado
podemos reducir el error global con mas éxito
aplicando el enfoque interno.

5. Conclusiones

Se ha considerado el uso de datasets imba-
lanceados de baja calidad en combinacién con
CBRD capaz de soportar dichos datos. Hemos
aplicado a los datasets un aprendizaje basa-
do en una matriz de costes lingiiisticos para
reducir el error global del clasificador. Los re-
sultados nos muestran como el CBRD genera-
lizado ha obtenido una disminucién del error
(Test %Coste) sin perder rendimiento respecto
al error (Test %Error).

Aplicando a los datasets un preprocesamien-
to de datos antes de la fase de entrenamiento,

el error global obtenido con respecto al crite-
rio del experto (Test %Coste) es superior que
el obtenido con el enfoque interno. Se ha com-
probado que el uso del enfoque externo no ve-
rifica obtener mejores resultados de clasifica-
cion respecto al error (Test %Error) que el en-
foque interno. Aiiadir, la desventaja del coste
computacional del enfoque externo y la falta
de flexibilidad a la hora de clasificar. Se con-
cluye que, con la matriz de costes podemos re-
ducir las clasificaciones inadecuadas donde el
experto estime oportuno contribuyendo a un
nivel de flexibilidad en la clasificacién. Dicha
flexibilidad, como han mostrado los resulta-
dos, es muy relevante a la hora de trabajar
con aplicaciones médicas.
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