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MONOGRAFIA: COMPUTACION EVOLUTIVA

Clasificacién y seleccion de caracteristicas
mediante algoritmos GA-P

Luciano Sanchez', Luis Junco', Fernando Cano', Inés Couso®

Departamento de Informatica (1)
Departamento y Estadistica e LO. y D.M (2)
Uriversidad de Oviedo
e-mail: Iuciano@lsi.uniovi.es

Resumen

La fase més costosa de algunos problemas de clasificacién es aquella en la que se asocia el objeto que se
desea clasificar con un vector de atributes numéricos. Un buen algoritmo de seleccitn de caracteristicas
es importante en estos casos porque, ademds de mejorar la capacidad de generalizacién del clasificador,
puede reducir notablemente el tiempo de proceso.

La mayoria de los sistemas de clasificacidn estdn disenados para optimizar su error y no tienen en cuenta
el coste computacional de calcular cada atributo. Por esta razén, operan con un vector de caracteristicas
de tamaiio fijo. No obstante, es frecuente que algunas clases puedan discriminarse basdndose solamente
en un subconjunto de los atributos. En este trabajo se propone un sistema de clasificacién que calcula
los atributos secuencialmente y decide la clase a la que pertenece ¢l objeto tan pronto como tiene infor-
macién suficiente para hacerlo, lo que sirve para ahorrar cdlculos innecesarios. La metodologia seguida
en este disefio se basa en aprendizaje automético mediante computacién evolutiva (algoritmos GA-P). Se
comprobaré experimentalmente que el sistema que se propone, ademas de ser mis eficiente en tiempo de
cdlculo, no es menos potente que los clasificadores estadisticos y neuronales més frecuentes.
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i. Introduccién superficies de separacién snirs las distimtas cla-
ses de objetos sean representables por el clasid-
cador. Por ejemplo, si empleamos ua clasifica-
dor basado en funciones discriminanses lineales,
es necesario que el procese de exzraceidn de ca-
racteristicas transforme el problema original en
otro separable linealmente. Si, por el contrario,
empleamos un clasificador neusonal, esto ditime
N0 Seria NECesario.

Hasta dende nosotros conocemcs, ia extrac-
cidn de caracteristicas estéd orientada a mejosar
la petencia de clasificacién del sistema (recu-

De cara a un sistema de clasificacién, un ob-
jewo ze suele caracterizar mediante un vector de
asributos. Este vector suele contener informa-
¢ién redundante sara =l clasificador, por lo gue,
mediante un procese conocido como extroceidn
Je caracteristicas, aigunas de sus ccordenadas
se sliminan o se cambian por combinaciones 1o
linealey de las demaés. El objetivo dal proceso
es doble: lograr un vector cuyas componeates
sean estadisticamente independienies y que las
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ciendo la dimension del vector de entrada se au-
menta la densidad de ejemplos). Sin embargo,
existen problemas en los que disponemos de in-
formaci6n suficiente como para discriminar bien
las clases, pero en los que el cilculo de les atri-
butos es muy costoso. El caso mds caracteristico
se da en la visidn artificial. Por ejemplo, en la
clasificacién de texturas podemos disponer de
varias decenas de atributos que caractericen a
un tipo de textura, pero el tiempo necesario pa-
ra evaluarios todos en cada muestra es desme-
surado. Es necesario llegar 2 un compromiso
entre la potencia de clasificacién y los atributos
empleados.

En este papel s¢ propone una forma de le-
grar este compromiso. Mediante programacién
genética (algoritmos GA-P) se ha realizado un
sistema que determina autométicamente qué ope-
raciones deben levarse a cabo con los awributes
para llegar a un vector de caracteristicas que
permita realizar una clasificacitn eficaz y consi-
guiendo a la vez que

1. No todos los atributos intervengan en las

2. No todas las caracteristicas intervengan
en lz clasificacién de todas las muestras.

El sistemz que se expone tiene deble utilidad.
Por una parte es un clasificador optimizado pa-
ra ahorrar tiempo de proceso en el calculo de
los azributos. Por ofra parte, mostraremos que
también sirve para identificar qué atributos son
necesarios para separar las clases y por tanto es
un extractor de caracieristicas qus puede usarse
en combinacidén con oros clasificadores de cual-
quier tipo.

2. Planteamiento

Supongamos que se dispene de una pobla-
cita C que consta de N subpoblaciones Ci, ¥
que dessamos conocer a cudl de estas subpo-
blaciones pertensce un objeto w £ €. Supon-
gamos también que, de cara a nuestro sisie-
ma de clasificacidn, cada objeto se caractesi-
zacd mediante un vector de asributos numéricos
a‘("‘".) = (ale"-taﬂ)'

Habisualmente este vector a no se smplea
dirsczamente, porgue es radundante. Los atn-
butos que no aportan informacién se elirninan
sin mas de! vector o bien se compone un nue-
vo vector cuyas componentes sean funciones de
los atributos iiles, lo que suele ser més efi-
caz. Llamaremos vecior de carcciertsticos al

z1
Clase 1 £ Clase 1 P2
X y
Clase 3 Clase 3
yClase2 Clase2
1 Clase 2
X
Claszs 1
Clase 3 éy

Clase1 P2 ®
Clase 3

“P1 O ' >
Clase 2

v

Figura 1: Estructuracién de un problema de cla-
Seacidn

vector transiormado y lo denctaremos por f =
(fl»"'efp)v cenp<=ny fi= fi(a)' La trans-
formacién de a en f se denomina eziraccién de
coracteristicas. Idealmente, el conjunto de ca-
racteristicas usado en un sistema de clasificacién
deberia ser minimo y por tanto estadisticamente
independiente, en el sentido de que ninguna de
las caracteristicas deberfa podar ser determinga-
da mediante una funcién de las demds. Pero
la eleccidn de un conjunio de funcicnes f: con
estas propiedades es un proceso complejo. Pue-
de automadizarse mediante procedimientoes de
anglisis de correlacién (potencia de discrimina-
cién) o de ponderacién de caracteristicas, pero
los métodes sstadisticos de seleccidn de carac-
teristicas son intrinsecamente inadecuados pa-
ra clases separables no linsalmente (ver [2]. pdg
239).

La seleccitn de las mejores caracteristicas
puede ser entendida como un cambio de vatia-
ble seguido de una proyeccibn. El objetivo que
pretendemos se muestra grificamense en la i-
gura 1. En la parte superior de dicha figura se
muestran las tres vistas de un problema ds cla-
sificacion de veciosss de tres dimensisnes. Enla
patte inferior de la figura se muestra coms un
cambio de variable seguido de una proyeccion
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transforma el problema en otro de dos dimen-
siones. En general no se ahorra tiempo €on este
cambio, ya que para en el cdlculo de estas dos
caracteristicas necesariamente han de intervenir
los tres atributos, segin se aprecia en la figura.
Nosotros preponemes un clasificador que evalue
primero Ia caracteristica P1, que es funciéa de
z v de y. Con P1 podemos decidir si el objeto
es de 1a clase 3 o0 no. Si lo s, no es necesario
evaluar P2, que depende de y y de z y por tanto
no hemas evaluado el atributo z. Por supuesto,
si el objeto no es de la clase 3 debemos calcu-
lar los tres atributos y por tanio la gananda de
tiempo serd tanto mayor cuants mas probable
gea la aparicién de un objetoc de la clase 3 ¥
cuanto mas costosa sea la evaluacitn de z.

Con esta idea en mente, a continuacién se
expone una metodologia, basada en los algorit-
mas GA-P —un método hibrido entre programa-
cién genética y algoritmos genéticos—con la que
ge tratara de sstructurar cualguier problema de
clasificacién en la forma anterior.

3. Definicién del clasificador

Para estructurar el problema de clasificacion
tal y como se ha mostrado en la figura 1 debe-
mos encontrar, en primer lugar, una funcién fi
tal que fi(alw)) > 0 s w = (z,y,z) pertenece a
la clase 3 y menor o igual que cero en caso con-
trario. A continuaci6n eliminamos los puntos de
laclase 3 y buscamos una funcidn f, pesitiva en
los puntos de la clase 2, con lo que el problema
queda resuelto. La extensifén a un numerg ma-
yor de clases es inmediata.

(Obviamente, si edste f) también podemos
hablar de una superficie de separacién fi(a) =10
entre la clase 3 y las demds, con lo que esta-
mos admitiendo que para realizar esta estructu-
racién serd necesario que les clases sean sepa-
rables. Nos es conveniente extender el proble-
ma a clases no separables, y para elle adapsa-
remes la formulacién bayesiana mas sencilla [3]
y para clasificar objetos de N clases Cy,...,Cy
buscaremos N finciones f; que minimicen las
tasas de error € definides como g = P{w €
C; | fifaw)) <0} + P{w € C — Up=s..5C; |
fi(a(w)) > 0}. Hemos supuesto que la selecién
del objeto que se desea clasifcar es un xperi-
mento aleatoric, con lo que tiene sentido definir
la probabilidad P(w € C;). Como deseamos 0p-
timizar el tiemso de cileulo, buscaremos funcic-
nes f; que no dzpendan de todos los awributos
a:. Obsérvesa gue los vectores da caracteristices

si £_1(a)>0 entounces
2 pertenece a 1a clase 1
si no
=i £_2(a)>0 entonces
a pertenece = la clase 2
si no
si £_N(a)>0 entonces
a pertenmece a la clase N
=i no
punto no clasificable
fia si
fin si
fin si

Figura 2: Clasificador en el espacio de carac-
teristicas estructurado

tendran N componentes y que la definicién del
clasificador asociado a ellos es trivial (ver Figu-
ra 2). En este trabajo se admitira que el cdlculo
de todos los atributos a; tiene el mismo coste
computacional y que la situacién mas favorable
en promedio se obiendré indexando las clases de
forma que P(Ci) > P(C2) > ... > P{Cy). Es
o fltimo no es cierto mas que cuando todas las
fi dependen de un niimero similar de atributos,
lo que no necesariamente s cierto; actualmente
estamos trabajando en el problema de encontrar
el mejor orden de clasificacién.

4. Solucién numsérica

Los algoritmos G A-P son un métedo hibrido
entre los algoritmos genéticos y la programacion
genética, optimizado originalments para reali-
2ar regresiones simbélicas. La descripeifn com-
pleta del método (que no reproducimoes aqui 26
razones de espacia) se encuentra en [7], y a-
zunas de sus aplicaciones a otros problemas en
i4, 3].

4.1. Aplicacién al probiema

Les algoritmos GA-P proporcionan una me-
todologia aplicabie directamente al problema an-
zerior, ya que reaiizan una tarsz de bdsqueda
en un conjunto de programas que cumplen ds-
terminadas restricciones; y puede Hmitasse la
biisqueda a log programas gue no supersz un
pamero dado de instruccicnes. La aslicacién cde
ia programacién genética a la clasificacién nc es
una idea nueva (ves [1f) zunque los algoritimes
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GA-P solamente kan sido aplicadcs a problemas
de regresién. Creemos que este método es una
alternativa muy conveniente porgue su manejo
de los valores de las constantes numéricas tiene
comeo consecuencia que log arboles en que se co-
difican las soluciones tienden a ser menores que
los obtenidos al emplear programacidn genética
candnica.

Para resolver un problema de clasificacién
de miltiples clazes buscaremos separada y su-
cesivamente las N funciones f; que maximizan
un valor de adecuacién (fitness) definido como

#{k € {1,....m} | a* e Ci A fi(a*) >0}

restringiendo la bisqueda a las funciones que
cumplan que #{k € {1....,m} | a* € C —
Usey..iC5 A fila®) > 0} = 0 donde M = {a'.2%,
...,a™} es la muestra de objetos clasificados
con la que construimos el clasificador. La expre-
sién que se minimiza, por tanto, es N; — #{k €
{1,...,m} | a* € CiA fi(a®) > 0} +A#{k €
1,...,m} | a* € C — Us=1..iC; A fi(aF)) > 0}
donde N; es el nimerc de elementos de la cla-
se i ¥ A es un factor de penalizacién (andlogo
a un multiplicador de Lagrange). Ademés, an-
te dos valores de adecuacién ignales se prima la
funcién f; més simple (la que se pueda codificar
en menor ntimers de nodos). Nétese que no se
ha incluido en la funcién de adecuacién ningin
término que dependa del coste computacional
de cada atributo. Este término se incluird en
trabajos futures.

4.2. Aprendizaje cooperativo

E=z la implementacién canénice de GP se
busca que un individuo aislado clasifique correc-
tamente la totalidad de los puntos; cada clesifi-
cador tiene asociada una bondad (normalmen-
te, la fraccién de puntos mal clasificados). Re-
cientemente [9] se ha apiicado a la clasificacidn
un esquema de aprendizaje competitivo, en el
que la puniuacién de cacda individuo depende
de los puntes que solamerte 8l puede clasificar,
de modo que la recompensa chtenida por la da-
sificacién de un punte se raparte enfre todos los
individuos que lo disciminan, De esta forma
se evita que los individuos capaces de clasifi-
car un atimero bajo de muestras sean elimina-
dos si pinguna otra funcién es capaz de separar
£s0s mismos puntos. Este aprendizaje es diffcil
de implementar en régimen permanente (stzady-
siate) dado que la puntuacién de un individuo
concreto puede cambiar al introducis o eliminar
un individuo de ia peblacién.

Nosotros vames a exiender este tipo de evo-
lucidn mediante una técnica que es comiin en el
aprendizaje de reglas borrosas mediante algorit-
mos genéticos, la conocida como “enfoque Mi-
chigan”: el clasificador no estard compuesto per
el mejor individuo, sino por toda la poblacién
en conjunte, que coopera para llegar a la mejor
clasificacién. Por “cooperacién” no entendemos
“emplén de técnicas distintas de bisqueda™. Em-
pleamos <! término en el mismo sentido que en
el “problema de cooperacién-competicidn” del
aprendizaje de reglas borrosas mediante algo-
ritrnog genéticos.

Mas concretamente, nuestra estrategia de com-
paracién consiste en lo siguiente: si cada indi-
viduo de la pohlacién toma valores posifivos en
un subconjunio de la clase que se desea separar,
y negativos en el resto de los puntos (todos los
de las demas clases y tal vez algunos de la clase
que separamos) el mdrimo de las evaluaciones
de todos los’ programas en cada punto discri-
mina ¢l conjunto formade por la union de los
conjuntos que discrimina cada individuo. Lue-
go podemos hacer evolucionar subpoblaciones y
definir f; como el méximo de las evaluacionss
de los mejores individuos de cada subpoblacién.

De este modo, cada individuo puede tener
una codificacién gencilla, y el problema se puede
sezmentar autométicamente conforme alguncs
individuos van clasificando parte de las mues-
tras. Pero este funcionamiento requiere modi-
ficar la operacién de reproduccién GA-P. En el
momento de enviar este articulo estamos em-
pleando un enfoque en régimen permanente y
un tamano de poblacién variable, ¥ se impone
que si un individuo es el 1inico que discrimina al-
guno de los ejemplos este individuc no se puede
eliminar de ia poblacién. Al realizar un cru-
ce eliminamos siempre un individuo que pueda
exiraerse sin que cambien los puntos clasifica-
dos por toda la poblacidn. Sieso no es posible,
aumentamos ia poblacién en una unidad y per-
mitimes que se inserte &l mejor descendiente del
cruce. Sino se hiclera asi, legariamos frecusn-
semente a un estancamisnto, a menos que el ta-
mafo de poblacién fuese bastante mayor que el
mimero de musestras, lo que no suele ser ope-
rativo. Periddicamente, la poblacién se purza
eliminando algunos Individuos Innecesarios, de
forma que su tamafio no aumente exXcesivamen-
te.

Todo este proceso ze ve acslerade norable-
mente por el empleo de la opzimizacién local e
1a parte GA [8]. Se ha empleadso el método Sim-
plex de Nelder y Mead, t2mbién conocido como.
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Figura 3: Sistema automaitico de bisqueda de
defectos en vidrio

“poliedro flexible”.

5. Resultados experimentales

5.1. Defectos en planchas de vidrio

En la automatizacién de una de las fases del
control de calidad que se realiza en la industria
de la fabricacién del vidrio es preciso localizar
y clasificar los defectos presentes en las plan-
chas de vidrio aparecidos durante el proceso de
fabricacién.

El clasificador implementado actualmente en
el sistema est4 basado en conjuntcs borrosos, y
se construyé originalmente a partir de una des-
¢ripcién imprecisa de las caracteristicas de los
defectos, realizada por el propio operador. Los
parametros que definen cada etiqueta Engiistica
fueron obtenidos autométicamente, meciane un
algoritmo de optimizacién genético.

Cada defecto se clasifica en una de las si-
guientes cuatro categorias: burbujas, manchas
de estafio, piedras, y polvo o elemento extrano
(ver Figura 4). Se procesan un total de 6.500
imédgenes para cubrir completamente la super-
ficie total de una muesira de cristal estdndas
(de 600x100 mm?). Ademds, la medicién de la
profundidad conlleva la adquisicién y anilisis
de dos nuevas imégenes por cada defecio. Da-
do el elevado niimero de imigenes gue se estan
analizando, la veloeidad del clasificador es muy
importante.

Los estadisticos empleados para realizar la
dizcriminacién son 5: contraste. brillo, grado
de agrupacidn, profundidad ¥ momento de ner-
cia. Los errores de clasificacion coienidos me-

diante &l clasificador borroso, un clasificador es-
tadistico y la clasificacién GA-P se muestran a
continuacién:

C. Borroso k-vecinos GA-P
Entr. 58 - 2.8
Test 7.8 12.6 3.3

Lz mejora de porcentajes es significativa de
por si, pero la ventaja fundamental del clasifi-
cador radica en que, con &l clasificador GA-P, el
estadistico “Brillo” solamente se calcula un 20%
de las muestras, ¥ el estadistico “Profundidad™,
considerado como muy relevante por el experto
humano, no es necesario en ningln caso.

5.2. Clasificacién de Texturas

A continunacién resolvemos un problema de
caracterizacién de texturas extraidas de dlbum
de Brodatz[10]. Extraemos 32 atributos basa-
dos en el histograma, la dimensién fractal, CGM,
GLDM y Gabor. Los resultades (porcentaje de
aciertos en cada una de las 6 clases que hemos
elegido) se muestran en la parte superior de la
figura 5.

Con GA-P empleamos un fotal 15 de los
32 asributos y estimamos que se necesitan un
26.37% de las operaciones realizadas con el cla-
gificador neuronal. A continuacién hemos pro-
bado !a faceta de extractor de caracteristicas de
nuesiro método, diseiando clasificadores sobre
las 15 caracteristicas seleccionadas. Todos los
clasificadores mejoraren, como puede verse en
la parte inferior de la figura 5.

6. Conclusiones

En algunos problemas de clasificatién la ma-
yor parie del tiempo de cdlculo se emplea ez
calcular los atributes. Mediante un proceso de
extraccién de caracteristicas se determina cuales
de estos atributos son relevantes, lo que sunc-
ne un anorro de tizmpo. Pero aun en el caso
de gue €l vector de caracteristicas sea minimo
(porque todas sus coordenadas sean funcional-
mente independientes entre si) podria ser pesi-
ble reducir el tiempo medio de cilculo; algunas
clases podrian discriminarse de las demds coz
ayuda de un subconjunto de las caracteristicas.
El ahorro seria funcién de las probabilidades ¢z
apasicidén de estas clases.

Fn este trabajc se ha expuesto una metodo-
logia que egtructura un problema arbditrasic de
forma que puede aplicdrseie un clasificador con
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Figura4: Defectos: Burbuja, estadio, piedra y mota de palvo

Clase 1 2

3 4 5 6  Total

R. Neur. 97.5 100
Distancias | 90 974
K-Vecinos | 100 100

974 100 967 969 931
100 879 967 100 952
100 939 967 906 97.1

GA-P 100 100

97.1 879 900 9639 9.7

Resultados comparados del dlasificador GA-P

Clase 1 2

3 4 5 6 Total

Red Nearonal | 100 100 100 97 100 94 986
Distancias | 100 974 100 98 96.7 100 983
K-Vecinos 100 100 100 97 933 97 S8

Figura 5: Resultados obtenidos tras emplear GA-P para seleccionar atributos

1a propiedad antes mencionada. Hemos compro-
bado experimentalmenze que, en algunos pro-
blemas, este mérodo consigue reducir el coste
computacional sin que ello implique un anmen-
o del error de clasificacién.
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